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摘　要　为了提升跨模态行人重识别算法的识别精度,提出了一种基于改进困难三元组损失的特征学习框架.首先,改进了传

统困难三元组损失,使其转换为全局三元组损失.其次,基于跨模态行人重识别中存在模态间变化及模态内变化的问题,设计

了模态间三元组损失及模态内三元组损失,以配合全局三元组损失进行模型训练.在改进困难三元组损失的基础上,首次在跨

模态行人重识别模型中设计属性特征来提高模型的特征提取能力.最后,针对跨模态行人重识别中出现的类别失衡问题,首次

将FocalLoss用于替代传统交叉熵损失来进行模型训练.相比现有算法,在 RegDB数据集实验中,所提框架在各项指标中均

有１．９％~６．４％的提升.另外,通过消融实验证明了３种方法均能提升模型的特征提取能力.
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Abstract　InordertoimprovetherecognitionaccuracyofcrossＧmodalitypersonreＧidentification,afeaturelearningframework

basedonimprovedhardtripletlossisproposed．Firstly,traditionalhardtripletlossisconvertedtoaglobalone．Secondly,intraＧ

modalityandcrossＧmodalitytripletlossesaredesignedtomatchtheglobaloneformodeltrainingbasedontheintraＧmodalityand

crossＧmodalityvariations．Onthebasisofimprovingthehardtripletloss,forthefirsttimetheattributefeaturesaredesignedto

increasetheabilityofthemodeltoextractfeaturesinthecrossＧmodalitypersonreＧidentificationmodel．Finally,forthecategory
imbalanceproblem,FocalLossisusedtoreplacethetraditionalCrossEntropylossformodeltraining．ComparedwithexistingalＧ

gorithms,theproposedapproachbehavesthebestonthepubliclyavailableRegDBdataset,withanincreaseof１．９％~６．４％in

allevaluationindicators．Inaddition,ablationexperimentsalsoshowthatallthethreemethodscanimprovethefeatureabilityexＧ

tractionofthemodel．

Keywords　CrossＧmodality,PersonreＧidentification,Hardtripletloss,Attributionfeature,Categoryimbalance

　

１　引言

行人重识别方法[１Ｇ２]旨在解决不重叠监控设备下行人图

像的匹配问题,在罪犯定位识别、特定人物跟踪等方面具有重

要作用.该类方法的关键难点是由行人姿势、光照强度、摄像

头视角等造成的类内变化和类间变化.现有方法往往使用可

见光相机(Visiblecameras)获取图像,通过设计行人图片表征

特征[３]或通过度量学习方法提取具有明显区分性的行人特

征[４]来提高准确率,但在夜晚或光线较差的情况下,可见光相

机往往难以获取理想的图像,从而影响算法的准确度.

针对可见光相机在光线较差的环境下无法获取有效信息

这一问题,Ye等[５]提出了使用对光线强度依赖更小的热成像

相机(Thermalcameras)获取人物的外观信息来进行行人重

识别的 VTＧREID(VisibleＧThermalpersonReＧidentification)

方法.VTＧREID弥补了传统行人重识别方法在光线不充足

的情况下无法进行有效识别的不足,同时引入了不同模态间

图像匹配的问题.目前,Nguyen等[６]提出的 RegDB数据集

是 VTＧREID公开数据集,如图１所示,数据集中包含大量不

同模态、不同视角的行人照片,保证了对跨模态方法进行验证

的有效性.鉴于跨模态行人重识别在智能安防领域的重要

性,有必要在现有研究的基础上对跨模态识别方案进行深入

研究.

VTＧREID面临的挑战不仅包括行人个体在模态内存在

视角变化、姿态变化等传统 REID问题,还包括行人个体存在



模态间差异性问题.如图２(b)所示,相同行人在不同模态间

的图片存在巨大差异,模型从可见光模态中学习的颜色、衣服

图案等信息无法运用到热成像模态中进行识别,因此当前跨

模态行人重识别研究专注于如何对两种模态图片的特征提取

进行学习.目前,VTＧREID的研究方法主要使用双流结构进

行可见光图片和热成像图片的特征提取,并学习辨别性特征.

Ye等[５]提出了双流卷积网络(TwoＧstream CNN Network,

TONE)来学习跨模态特征表达;Hao等[７]提出了具有分类和

识别约束的端到端双流超球体流型嵌入网络(HyperSphere

ManifoldEmbeddingNetwork,HSME);Wang等[８]提出了校

准生成对抗网络(AlignmentGenerativeAdversarialNetwork

AlignGAN)进行模态间的特征对齐和像素对齐.然而当前研

究无法在公有数据集上达到理想效果,这表明跨模态行人重

识别问题极具挑战性.

图１　RegDB数据集图片

Fig．１　PictureofRegDBdataset

　　　(a)同一行人模态内变化 (b)同一行人模态间变化　　　

　　　(c)不同行人模态内变化 (d)不同行人模态间变化　　　

图２　RegDB数据集的模态和变化

Fig．２　ModalityandvariationinRegDBdataset

基于跨模态行人重识别存在的模态间差异问题及传统

ReID中姿态、视角等差异问题,本文提出了多种特征学习方

法,并在 RegDB数据集上证明了所提方法的有效性.本文使

用 Resnet５０m[９]作为骨干网络,对传统困难三元组损失函数

(HardTripletLoss)[１０]进行改进,提出了全局三元组损失、模

态间三元组损失以及模态内三元组损失,通过组合方式在跨

模态行人重识别数据集实验中证明了困难七元组损失函数的

效果最好.本文首次将属性特征[１１]加入跨模态行人重识别

模型中进行训练,提高了模型的特征提取能力,并首次将 FoＧ

calLoss[１２]损失函数应用于跨模态行人重识别方法中,以替

代传统交叉熵损失函数,缓解了类别失衡问题.在 RegDB数

据集实验中,本文方法相比现有的跨模态行人重识别方法在

各项指标中均取得了最优效果.

２　相关工作

２．１　单模态行人重识别

单模态行人重识别算法解决了在不重叠的有色光摄像机

之间匹配 RGB行人图像的问题.与易于从低分辨率图片中

获取步态特征的识别算法[１３]相比,单模态行人重识别对图片

质量的要求较高,但低于人脸识别等小范围生物特征识别方

法对图片质量的要求.单模态行人重识别算法主要分为设计

手工特征方法、度量学习方法以及深度学习算法.设计手工

特征方法主要是提取行人辨别性特征[１１,１４],例如性别、头发、

衣着等属性.度量学习方法旨在通过设计损失函数,通过训

练卷积网络模型,让同一行人的不同图片特征向量之间的距

离减小,让不同行人的图片特征向量之间的距离增大[４,１２].

深度学习算法采用深度卷积网络以端到端的方式学习特

征[９].现有的单模态行人重识别方法迁移至跨模态行人重识

别问题上无法保持原有效果,因此跨模态行人重识别问题亟

待有效解决.

２．２　跨模态行人重识别

跨模态行人重识别主要包括可见光Ｇ深度跨模态行人重

识别 (RGBＧDReＧID)[１５]、可见光Ｇ热成像跨模态行人重识别

(VTＧREID)[１６]以及可见光Ｇ红外跨模态行人重识别 (RGBＧIR

ReＧID)[１７].RGBＧDReＧID用于匹配 RGB图像和深度图像间

的人物信息,深度信息提供不变的身体形状和轮廓信息,并且

不受光线和颜色变化的影响.VTＧREID和 RGBＧIRReＧID用

于匹配 RGB图像和红外图像间的人物信息,不同的是 VTＧ

REID中的红外图像采用红外热成像技术来获取热成像图像

信息,RGBＧIRReＧID的红外图像采用红外摄像机主动发射红

外光并通过自带的收集器收集返回的红外光获得相关的红外

图像.跨模态行人重识别的研究较少.Wu等[１７]首次提出

ZeroPadding方法,并发布了 RGBＧIR数据集SYSUＧMM０１.

Nguyen等[６]收集并提出 VT 数据集 RegDB.本文通过在

RegDB数据集上进行实验,证明了本文方法的有效性.

３　本文方法

本文所提方法的整体框架如图３所示.整体框架包括深

度卷积神经网络模块以及特征学习模块.与传统跨模态行人

重识别方法的双流结构相比,本文使用单流结构利用卷积神

经网络模型强大的特征提取能力同时提取两种模态嵌入特

征.特征提取完成后,使用多重损失函数来减少模态间差异

和模态内差异,保证模型学习到具有辨别性的特征.
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图３　框架结构

Fig．３　Frameworkstructure

３．１　RankingLoss
３．１．１　困难三元组损失函数

三元组损失函数(TripletLoss)[４]是一种常见的排序损

失(RankingLoss),广泛应用于图像检索领域,比如人脸识

别、行人重识别和车辆检索等.三元组损失函数不仅有减小

类内距离的特性,还有增大类间距离的特性.这两种特性使

得三元组损失函数相比身份损失函数更加适用于行人重识别

网络训练.三元组损失函数的公式如下:

LTri＝∑
N

i
[‖f(xa

i)－f(xp
i )‖２

２－‖f(xa
i)－f(xn

i)‖２
２＋

α]＋ (１)

其中,N 为一个Batch大小,Batch中的每一张图片都会作为

锚点从Batch中采样另外两张图片组成三元组,共有 N 个三

元组;xa
i 表示当前图片为锚点,xp

i 和xn
i 分别表示与锚点图片

身份相同的图片和与锚点图片身份不同的图片;f(xa
i)为锚

点图片的特征向量表示;α为人为设定的阈值参数,当xa
i 与

xn
i 之间欧氏距离的平方和以及xa

i 与xp
i 之间欧氏距离的平

方之差小于α 时,[b]＋ ＝b;当其大于α时,[b]＋ ＝０,其中

[b]＋ ＝max(b,０).

Hermans等[１０]提出了困难三元组损失函数来对样本进

行困难采样,与传统三元组损失相比,困难三元组损失提升了

模型的训练速度和检索任务的准确率.为了提升训练速度,

在训练集中随机采样P 个行人类别,从每个类别中随机挑选

K 张图片,每一个Batch的行人图片数量为PK.困难三元组

损失函数公式如下:

LHtri＝ １
P∗K　∑

P

i＝１
　∑

K

a＝１
[max
p＝１,􀆺,K

D(f(xi
a),f(xi

p))－

min
j＝１,􀆺,P
n＝１,􀆺,K

j≠i

D(f(xi
a),f(xj

n))＋α]＋ (２)

D(f(xi
a),f(xi

n))＝‖f(xi
a)－(xi

n)‖２ (３)

其中,累加 PK 次是因为在训练中需要对 Batch里的所有图

片进行遍历,针对每一张图片寻找一个困难三元组,所以共有

PK 个困难三元组,困难三元组损失函数每次选取与锚点相

比的最难(距离最远)正样本以及最难(距离最近)负样本作为

困难三元组.由于每次训练时都专注于难样本,所以困难三

元组损失函数会在训练速度以及模型精度上优于三元组损失

函数.

３．１．２　改进方法

困难三元组损失思想适用于所有图像检索场景.然而在

跨模态行人重识别中,如图２所示,与模态内差异相比,模态

间差异对跨模态行人重识别模型的影响更大.跨模态行人重

识别模型需要更加关注模态间变化,但是也不能忽略模态内

变化.针对跨模态行人重识别数据集中不同模态行人图片差

异巨大的特点,本文对困难三元组损失进行改进,提出了三组

跨模态行人重识别三元组损失函数,分别是全局三元组损失、

模态间三元组损失以及模态内三元组损失.

３．１．３　全局三元组损失

全局三元组损失是基于困难三元组损失的思想进行改进

的.首先,由于跨模态行人重识别中存在多种模态,所以本文

对Batch进行修改,每一个Batch随机采样P 个行人类别,从
每个行人类别中随机挑选 K 张可见光图片,K 张热成像图

片,总共２PK 张图片.其次,将困难样本选择范围扩展至两

个模态,全局三元组损失的公式如下:

LGtri＝ １
２∗P∗K　∑

P

i＝１
　∑

２K

a＝１
[max
p＝１􀆺２K

D(f(xi
a),f(xi

p))－

min
j＝１,􀆺P
n＝１􀆺２K

j≠i

D(f(xi
a),f(xj

n))＋α]＋ (４)

其中,锚点图片xi
a 的选择范围是两种模态图片集合,xi

p 为与

锚点图片类别相同的同模态图片或跨模态图片,xj
n 为与锚点

图片类别不同的同模态图片或跨模态图片.

全局三元组损失的特点在于没有限定难样本图片模态,
该损失训练模型的最终目的是将与锚点图片类别相同的所有

模态的行人图片的特征向量之间的距离尽可能减小,与锚点

图片类别不同的所有模态的行人图片的特征向量之间的距离

尽可能增大.由式(４)可知,当锚点图片和与锚点图片类别相

同的所有行人图片特征向量的最大距离加上阈值α小于与锚

点图片类别不同的所有行人图片特征向量的最小距离时,锚
点图片能与Batch中所有行人图片正确匹配,此时损失值为

０.当锚点和与锚点相同行人图片的最大距离加上α大于锚

点和与锚点不同行人图片的最小距离时,说明模型还未完全

收敛,需要计算损失值继续训练.

３．１．４　模态间三元组损失

模态间三元组损失相比全局三元组损失更注重模态间变

化.在跨模态行人重识别问题中,模型需要更加关注模态间

变化,因为模态间变化不能通过颜色、服装样式等进行区分,

只能通过轮廓、边界等特征进行区分.因此本文提出模态间

三元组损失,增加了模态间变化学习,将其作为全局三元组损

失的补充.模态间三元组损失公式如下:

LCtri＝ １
２∗P∗K　∑

P

i＝１
　∑

２K

a＝１
[max
cp∈CB

D(f(xi
a),f(xi

cp))－

min
j＝１,􀆺,P
cn∈CB
j≠i

D(f(xi
a),f(xj

cn))＋α]＋ (５)

其中,当a≤K 时,CB＝{K＋１,K＋２,􀆺,２K};当a＞K 时,

CB＝{１,２,􀆺,K}.图片xi
a 中a∈{１,２,􀆺,K}表示锚点图片

是可见光图片,a∈{K＋１,K＋２,􀆺,２K}表示锚点图片是热

成像图片.xi
cp为与锚点图片类别相同的跨模态图片,xi

cn为与

锚点图片类别不同的跨模态图片..

３．１．５　模态内三元组损失

模态内三元组损失相比全局三元组损失更注重模态内变

化,它是对全局三元组损失的补充.跨模态行人重识别中,虽
然模态间差异会大于模态内差异,但是正确识别模态内差异
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也是检验行人重识别算法的重要部分.如图２(a)和图２(c)
所示,同一行人相同模态的不同图片存在较大差异,不同行人

相同模态的图片非常相似,这些都会影响模型的识别效果.
因此本文提出模态内三元组损失,以增加模态内变化学习.
模态内三元组损失的公式如下:

LItri＝ １
２∗P∗K　∑

P

i＝１
　∑

２K

a＝１
[max
ip∈IB

D(f(xi
a),f(xi

ip))－

min
j＝１􀆺P
in∈IB
j≠i

D(f(xi
a),f(xj

in))＋α]＋ (６)

其中,当a≤K 时,IB＝{１,２,􀆺,K};当a＞K 时,IB＝{K＋
１,K＋２,􀆺,２K}.xi

ip 为与锚点图片类别相同的相同模态图

片,xi
in为与锚点图片类别不同的相同模态图片.

３．２　属性损失

Lin等[１１]提出将属性特征应用于行人重识别中指引行人

重识别模型学习表征特征,并对传统可见光行人重识别数据

集进行额外属性标注,最后通过实验证明了属性特征在单模

态行人重识别方法中的有效性.由于跨模态行人重识别中不

同模态行人图片间存在着巨大差异,数据集中原生特征信息

无法让模型提取出区别于其他类别行人图片的行人特征.然

而通过设计图片的属性特征可以在训练中丰富模型对行人图

片的特征表征,提升模型的识别能力.基于属性特征在行人

重识别模型训练中的作用,本文首次将属性特征用于跨模态

行人重识别模型的训练中,将 RegDB数据集中标注了行人性

别的属性信息加入模型中进行训练.
本文在模型中增加了属性损失(AttributionLoss)模块,

如图３所示.对于Batch中的单张图片xi,卷积网络输出图

片嵌入特征向量Fi,对特征向量Fi 构建全连接层 FC１,用于

计算两种性别属性得分Si,最后通过交叉熵损失函数计算xi

的属性损失LSGi
.本文对Batch中的所有图片计算属性损失

并累加,得到属性损失LAG ,具体公式如下:

LSGi＝－∑
M

i＝１
yilogp

∧

i (７)

p
∧

i＝softmax(Si) (８)

LAG ＝ １
２∗P∗K　∑

２PK

i＝１
LSGi

(９)

其中,yi 为类别真实概率分布;p
∧

i 表示经过softmax函数计算

的xi 类别预测概率;M 为性别特征类别个数,取值为２.

３．３　身份损失

身份损失(IdentityLoss)被广泛应用于行人重识别网络

训练,用于减少类内距离.现有跨模态行人重识别方法中,身
份损失主要使用交叉熵损失,交叉熵损失通过提取特定分类

信息减少类内变化,但是由于热成像图片提供的特征信息较

少,跨模态行人重识别模型无法获取颜色特征,只能获取行人

轮廓特征,导致其在分类过程中难以识别热成像人物图片,因
此大部分热成像图片属于难样本,会影响交叉熵损失在训练

阶段提升模型准确率的效率.
训练数据集中存在难易样本,而造成模型训练效果无法

达到最优的原因就是类别失衡.在模型训练阶段,易分辨样

本导致损失过小,造成模型学习效率降低,同时过多的易分辨

样本会造成模型无法学习正确的特征,从而降低模型提取特

征的能力.
针对类别失衡问题,传统算法如 OHEM 的处理方式是增

加难分类样本的权重,忽略易分类样本.Lin等[１２]对传统类别

失衡方法进行了改进,提出了 FocalLoss来处理类别失衡问

题.FocalLoss通过改进交叉熵损失函数,降低但不消除易分

类样本的权重,使模型在训练时更加专注于难样本的分类.

类别失衡问题在跨模态行人重识别模型的训练阶段非常

普遍,导致模型训练低效,准确度不高.因此本文首次将 FoＧ
calLoss引入跨模态行人重识别框架中,以替代传统交叉熵

损失进行模型训练.FocalLoss的公式如下:

LFoc＝ １
２∗P∗K　∑

２PK

i＝１
　∑

N

j＝１
－(１－pij)γlog(pij) (１０)

其中,(１－pij)γ 为交叉熵损失函数调节因子;pij 表示 Batch
中第i张照片第j个类别对应正确匹配的概率;N 表示验证

集类别总数;γ是可调参数,本文统一设置为２.

本文将排序损失、属性损失和身份损失融合到模型训练

中,模型训练的损失函数公式如下:

LOurs＝LGtri＋LCtri＋LItri＋LAG ＋LFoc (１１)

４　实验结果与分析

４．１　数据集描述以及评价指标

本文使用跨模态行人重识别数据集 RegDB来评估所提

方法.RegDB数据集收集了在同一时刻下通过可见光相机

以及热成像相机拍摄的人物图片信息.数据集共含有４１２个

行人,每个行人有１０张可见光图片以及对应的１０张热成像

图片.图片中存在正面拍摄以及背面拍摄的情况.由于拍摄

期间存在人物移动情况,每张图片都会存在一定姿态、光线条

件的差异.

Ye等[５]重新整理了 RegDB数据集,并提出一套公开验

证方法,用于验证跨模态行人重识别方法.为了提升验证方

法的可靠性,对数据集使用１０折交叉验证方式,每次从４１２
个行人中选择２０６个行人共４１２０张图片作为训练集,其余

４１２０张图片用于验证,重复进行１０次实验,并对实验数据取

平均值作为单个实验的最终指标.

在实验验证阶段,Ye等使用平均精度均值(meanAverＧ
agePresicion,mAP)以及累计匹配曲线(Cumulative Match
Characteristiccurve,CMC曲线)作为评价指标.mAP指对全

部待检索图片分别在验证集中计算得到的平均精度值进行求

和后再取平均所得到的值,是用于衡量多标签图像分类的常

见评价指标.平均精度(Averagepresicion,AP)通过单张待

检索图片在验证集中正确匹配的精确率(Precision)获得.

CMC曲线用于评估行人重识别算法的性能,评价指标包括

rank１,rank１０等.mAP的计算公式如下:

mAP＝１
N

１
Kqi

　∑
N

i＝１
　∑

Kqi

j＝１
(r

∧
j/rj) (１２)

其中,N 为待检索图片个数,Kqi 为待检索图片qi 的ID在验

证集中的出现个数,其中验证集记为G.图片qi 提取特征后

依次与G中的图片特征计算距离,按照升序排列并记为G
∧
,将G

∧

中与qi 相同ID的图片按照升序排列并另记为G
∧

qi
,r

∧
j 表示ID

与qi 相同的图片g
∧
j 在G

∧

qi
中的位置,rj 表示g

∧
j 在G

∧
中的位置.

RankＧn表示G
∧

中前n个搜索结果中包含正确样本的概率.

本文采用 Ubuntu１６．０４服务器训练跨模态行人重识别
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模型,显卡为 NVIDIA GeForce１０８０Ti,显存１１GB.算法使

用Pytorch实现.
在实验参数设置中,本文随机选择P 个行人,每个行人随

机选择K 个可见光模态图片和 K 个热成像模态图片,一个

Batch选择２PK 张图片.本文设定P＝８,K＝４,总共６４张图

片.在训练阶段本文对图片进行预处理,包括随机水平翻转

等.训练Epoch为９０,每一个结果需要进行十折交叉验证实验,
最后取１０个实验的平均值作为结果,以保证实验的可靠性.

４．２　对比其他跨模态行人重识别方法

本文选取多个已在 RegDB数据集上评估有效的跨模态

行人重识别算法.为了评估本文方法的性能,评估指标采用

mAP,以及CMC曲线中的rankＧ１,rankＧ１０和rankＧ２０.
本文使用 Resnet５０m作为骨干网络,并使用式(１１)对模

型进行训练,实验结果如表１所列.可以看出,本文方法在

RegDB数据集上比其他方法更优越.特别地,本文方法在两

个指标上比最新提出的 AGAN表现优异,并且与其他跨模态

行人重识别方法(如 DＧHSME,D２LR)相比,在rankＧ１以及

mAP上分别至少有８．９５％和１２．４％的提升.

表１　RegDB数据集对比结果

Table１　ComparisonresultsofRegDBdataset
(单位:％)

方法 rankＧ１ rankＧ１０ rankＧ２０ mAP

GSM[１８] １７．２８ ３４．４７ ４５．２６ １５．０６

MLAPG[１９] １７．８２ ４０．２９ ４９．７３ １８．０３

XQDA[２０] ２１．９４ ４５．０５ ５５．７３ ２１．８０
HCML[５] ２４．４４ ４７．５３ ５６．７８ ２０．８０

BDTR
[２１] ３３．４７ ５８．４２ ６７．５２ ３１．８３

D２LR[２２] ４３．３０ ６６．１０ ７６．３０ ４４．１０

DＧHSME[７] ５０．８５ ７３．７６ ８１．６６ ４７．００

AGAN[８] ５７．９０ － － ５３．６０
Ours ５９．８０ ８０．３０ ８７．９０ ５９．４０

为了进一步证明本文方法的有效性,本 文 使 用 GradＧ
CAM 方法可视化本文模型提取的特征.GradＧCAM[２３]被广

泛用于解释卷积网络模型对图片分类的机理,通过热力图的

形式展现模型关注的辨别性特征.

由图４可以看出,相比于传统行人重识别模型关注颜色、

纹理等特征,跨模态行人重识别模型更加注重行人轮廓特征

以及在热成像图片中具有区分性的边界特征.本文认为,

VTＧREID的关键是从热成像图片中获得可辨别性特征.因

为可见光图片包含大量可辨别性特征,而热成像图片不存在

颜色、图案等可辨别性特征.

图４　特征可视化

Fig．４　Featurevisualization

４．３　困难三元组损失改进方法评估

本文对传统困难三元组损失在跨模态上进行改进,提出

了全局三元组损失、模态间三元组损失和模态内三元组损失.

为了验证以上３种损失函数有效性,本文分别对传统困难三

元组损失以及本文３种损失的组合方式进行实验.为了保证

实验的一致性,本实验使用 Resnet５０m 作为骨干网络,不添

加属性损失,将身份损失设置为交叉熵损失,困难三元组损失

函数Batch大小设置为PK,其余损失函数Batch大小设置为

２PK,实验结果如表２所列.

表２　改进方法的对比结果

Table２　Comparisonresultsofimprovedmethod
(单位:％)

损失 rankＧ１ rankＧ１０ rankＧ２０ mAP
LTri ４８．２ ７０．８ ８０．４ ４８．９
LGtri ４９．５ ７１．０ ７９．６ ４８．６

LGtri＋ LItri ５３．９ ７５．７ ８４．２ ５４．３
LGtri＋ LCtri ５３．９ ７４．５ ８２．９ ５４．１

LGtri＋ LCtri＋ LItri＋ ５６．３ ７６．８ ８５．２ ５６．１

实验结果表明,本文提出的３种三元组损失方法在跨模

态行人重识别实验中相比传统困难三元组损失更具优势.基

于全局三元组损失,作为补充的模态间三元组损失及模态内

三元组损失也具有提升模型性能的效果.特别是当３个损失

函数融合时,训练模型的效果最明显,本文将此损失函数称为

困难七元组损失函数.

为了进一步证明困难七元组损失函数的作用,本文使用

传统困难三元组损失函数和困难七元组损失函数分别训练模

型,并将嵌入特征映射至３维空间.特征分布如图５所示,其

中不同颜色代表不同身份的行人图片,两种不同形状的点表

示两种模态.

(a)Hardtripletloss

(b)Hardheptapletloss

图５　损失函数对比

Fig．５　ComparisonofLossFunction

由图５可以看出,只使用 HardTripletLoss损失时,类内
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点不能很好地聚合,同时不同类别区分不明显.相比于图

５(a),使用困难七元组损失能使类内点聚合集中,同时不同类

别点距离较远,存在明显区分.图５的实验结果证明,相比困

难三元组损失,困难七元组损失在跨模态行人重识别中能够

更有效地减小类内距离和增大类间距离.

４．４　属性损失评估

本文首次将属性特征用于跨模态行人重识别方法,以提

升模型提取跨模态行人特征的能力.为了验证属性特征在跨

模态行人重识别数据集中的作用,本文基于３．１节提出的排

序损失改进方法,增加属性特征来验证属性损失的有效性.

实验选用４．３节实验所使用的５种损失函数组合数据作为对

比,以验证仅增加属性损失的效果,实验结果如图６所示.

图６　属性损失对比图

Fig．６　Comparisonofattributeloss

由图６可以看出,属性损失在所有排序损失组合中均有

提升模型特征提取能力的效果,证明了属性特征在跨模态行

人重识别模型训练中的有效性.由于本文方法只利用跨模态

图片中的性别特征进行学习,在未来工作中可以尝试在 RegＧ
DB数据集中加入其他属性特征进行学习.

４．５　FocalLoss评估

FocalLoss用于缓解类别失衡问题,本文首次将 Focal
Loss用于跨模态行人重识别中,以替代传统交叉熵损失函

数.为了证明FocalLoss的有效性,本文基于３．１节和３．２
节的改进方法,仅通过修改七元组损失函数的超参数α,进行

交叉熵损失和FocalLoss的对比实验,实验结果如图７所示.

图７　FocalLoss对比图

Fig．７　ComparisonofFocalLoss

由图７可以看出,除了α＝１．８时FocalLoss的效果不明

显外,FocalLoss在其余情况下的效果均优于交叉熵损失函

数,特别是当α＝０．９时,跨模态行人重识别模型达到最好效

果,并且在 RegDB数据集上领先于现有的跨模态行人重识别

算法.FocalLoss效果显著的原因在于,跨模态行人重识别

数据集中存在类别失衡,由于热成像图片包含的信息较少,属
于难样本,导致模型无法有效地识别热成像行人身份.实验

结果证明,在３．１节和３．２节改进的基础上,FocalLoss还能

提升跨模态行人重识别模型提取特征的能力.

４．６　消融实验

本文提出了３个改进方法,分别是将困难三元组损失改

进为困难七元组损失、增加属性损失、使用FocalLoss替换身

份损失.为了单独展现每种改进方法的效果,本文使用消融

实验证明其有效性.

消融实验是深度学习研究中确定某种方法是否有效的最

直接方式.消融实验本质上是通过删除部分网络结构来验证

被删除部分对模型指标的影响.本文对提出的３种方法进行

消融实验,每次剔除其中一种方法以查看效果.评价指标包

括rankＧ１,rankＧ１０,rankＧ２０和 mAP.实验结果如表３所列.

表３　消融实验结果

Table３　Resultsofablationexperiment

Hepta
Loss

Gender
Loss

Focal
Loss

rankＧ
１/％

rankＧ
１０/％

rankＧ
２０/％

mAP/％

× √ √ ５３．４ ７４．９ ８４．４ ５３．５
√ × √ ５７．４ ７８．６ ８６．４ ５７．７
√ √ × ５７．３ ７７．７ ８６．０ ５７．３
√ √ √ ５９．８ ８０．３ ８７．９ ５９．４

由表３可以看出,同时使用３种方法时,模型在处理跨模

态行人重识别问题上具有最好效果.其他３个消融实验在各

种指标上都略逊于３种方法同时使用的效果,证明了３种方

法在跨模态行人重识别上具有提升模型特征提取的能力.另

外,当不使用困难七元组损失函数时,模型准确度有较大程度

的下降,说明在跨模态行人重识别中,困难七元组损失函数相

比另外两种方法更能提升模型特征提取的能力.

结束语　针对跨模态行人重识别问题,本文提出了一种

改进困难三元组损失的特征学习框架.考虑到跨模态行人重

识别中行人图片的模态间变化和模态内变化,将困难三元组

损失改造成困难七元组损失,并首次将属性特征加入跨模态

行人重识别模型的训练中.基于跨模态行人重识别中类别失

衡的问题,在 VTＧREID中首次使用FocalLoss替换传统交叉

熵损失函数,将困难七元组损失、属性损失、FocalLoss相结

合,加入跨模态行人重识别模型的训练中,并且在公开数据集

RegDB上获得了比现有跨模态行人重识别算法更好的效果.

然而,本文方法仍存在一些不足,需要进一步探究:１)困

难七元组损失函数在训练阶段存在冗余情况,会对其中一种

模态样本重复提取计算损失;２)本文改进框架由于添加多重

损失函数,在模型训练阶段耗时较长,但是在验证实验中的耗

时与原方法差异不大,今后可以研究如何提高模型的训练效

率;３)本文仅使用了性别属性特征,今后可以尝试加入多种属

性特征进行学习.
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