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摘 要

摘 要

无人机竞速技术在军事和民用领域展现出广泛应用潜力。在军事领域，无人

机竞速技术可以用于环境极速侦察、实施精准打击等；在民用领域，可以用于灾

难响应救援、工业管道检测等。因此，研究无人机的竞速方法具有重要意义。

竞速环境的复杂性给现有无人机竞速方法带来了挑战。一方面无人机在竞

速飞行中会遇到诸如湍流、阵风等不确定性因素，这种因素是突发、无征兆的，

难以通过概率模型进行建模；另一方面，在多机竞速飞行中，存在着诸如欺骗和

故意阻拦等高级博弈行为，这些行为因其复杂性而难以被精准定量描述。这些困

难会导致无人机自主决策出错，使得竞速效果显著下降。

人机混合决策在无人机竞速领域的应用备受关注，是解决上述挑战的潜在

方向。而人机混合有效决策高度依赖于良好的人机协作关系，否则会出现人类工

作负荷大、忽视机器错误决策等问题。考虑到人机信任起着协调人机协作的关

键作用，将人机信任融入人机混合决策为解决无人机竞速中的挑战提供了可能。

为此，论文提出了适用于无人机竞速场景的人机信任模型，基于该模型，设计了

单机场景和多机场景下的竞速策略。论文的主要研究工作分为以下三点：

（1）考虑到现有信任模型可解释性差、未能刻画竞速飞行高动态特点，提出
了机器性能驱动的人机信任模型，该模型能够促进人对机器的信任水平和机器

实际能力之间的匹配。首先给出了人机信任所具有的特征以及演化规律；其次，

引入机器当前表现作为机器性能的评估指标之一，构建机器性能驱动的人机信

任模型；最后设计了真实的人机交互实验用于验证所提模型。

（2）针对单机竞速场景中不确定性因素导致无人机竞速效果不佳的问题，提
出了基于人机信任的单机竞速共享控制策略，有效地改善了无人机竞速效果，同

时提升人类的容错率，降低人类工作量。首先设计用于检测人类失误的无人机轨

迹预测模块；其次构建基于人机信任的仲裁机制，实现人机权限的动态分配；最

后在实验平台上验证所提方法有效性。

（3）考虑到多机竞速场景中有着对于高级博弈行为的刻画和实时计算的需
求，提出了基于人机信任的多机竞速强化学习策略，该方法能够实时给出决策指

令，同时提升了机器对于博弈的理解和竞速效果。首先将人机信任作为训练奖励

融入到奖励塑造函数中；其次设计对手轨迹预测网络，增加机器对于对手的策略

理解；最后设计实验验证所提方法有效性。

关键词：人机信任；共享控制；无人机竞速；强化学习
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Abstract

ABSTRACT
Drone racing technology shows potential for a wide range of applications in both

military and civilian fields. In the military field, drone racing technology can be used
for environmental reconnaissance, precise strikes, etc; in the civilian field, it can be
used for disaster response and rescue, industrial pipeline inspection, etc. Therefore, it
is significant to study drone racing methods.

The complexity of racing environment presents challenges for existing drone racing
methods. On the one hand, drones may encounter uncertainties such as turbulence and
gusts during flights. These uncertainties are sudden and unpredictable, making them
difficult to model using probability models. On the other hand, there are advanced game
behaviors such as deception and intentional obstruction in multi-drone racing. These
behaviors are difficult to precisely quantify due to their complexity. These difficulties
can lead to errors in autonomous decision-making for drones, significantly reducing the
performance of drone racing.

The application of human-machine hybrid decision-making in the field of drone
racing has garnered significant attention as a potential direction for addressing the afore-
mentioned challenges. Effective human-machine hybrid decision-making relies heav-
ily on a strong human-machine collaboration relationship. Otherwise, issues such as
high human workload and neglect of machine errors may arise. Due to the critical
role of human-machine trust in coordinating human-machine collaboration, integrating
human-machine trust into human-machine hybrid decision-making offers the potential
to address challenges in drone racing. To this end, this dissertation proposes a human-
machine trust model for drone racing. Based on this model, racing strategies are de-
signed for both single-drone and multi-drone racing. The main research work of the
dissertation is divided into the following three aspects:

(1) Considering the poor interpretability of existing trust models and their failure
to capture the high dynamic characteristics of drone racing, a machine-performance-
driven human-machine trust model is proposed. This model can promote the alignment
between human trust levels for machines and the actual capabilities of machines. First,
we outline the characteristics and evolutionary laws of human-machine trust. Then,
current machine performance is introduced as a crucial evaluation metric for construct-
ing trust model. Finally, a real human-machine interaction experiment was designed to
validate the proposed model.
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Abstract

(2) For the single-drone racing, where uncertainties lead to poor racing perfor-
mance, a shared control strategy based on human-machine trust was proposed. This
method effectively enhances drone racing performance while improving the human op-
erator’s error tolerance and reducing their workload. First, a module for detecting human
errors based on drone’s trajectory prediction is designed. Then, a trust-based arbitration
mechanism is constructed to enable dynamic allocation of human-machine authority.
Finally, the effectiveness of the proposed method was validated on the experimental
platform.

(3) Considering the demands of sophisticated game behaviors description and real-
time computations in multi-drone racing, an reinforcement learning strategy for multi-
drone racing based on human-machine trust was proposed. This method can provide
real-time decision instructions and improves the machine’s understanding of the game
and racing performance. First, we incorporate human-machine trust as training rewards
into the reward shaping function. Then, we design opponent trajectory prediction net-
works to enhance the machine’s understanding of opponent strategies. Finally, we de-
sign experiments to validate the effectiveness of the proposed method.

Key Words: Human-machine trust; Shared control; Drone racing; Reinforcement
learning
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第 1章 绪 论

1.1 研究背景与意义

在现实应用背景下，无人机竞速飞行具有显著的实际价值。在军事领域：利

用无人机的敏捷性和快速响应能力 [1]，可以在短时间内完成对复杂或受限区域

的快速侦查任务，比如城市巷战环境、山地丛林等；结合先进的导航定位系统和

竞速飞行算法，无人机可在复杂环境下迅速找到并锁定目标 [2]，从而实现类似

“斩首行动”之类的快速突袭任务。在民用领域：地震、洪水、火灾等突发自然

灾害发生后，无人机可以迅速穿越危险区域，进行快速勘查，寻找被困人员，缩

短搜救时间；无人机可以在狭小、曲折、高空的管道内部进行高效巡检，及时发

现裂纹、腐蚀等问题，预防重大安全事故的发生；在森林防火、野生动物保护等

领域，无人机可以在短时间内覆盖大面积区域，尤其在地势陡峭、交通不便的环

境中进行实时监控，发现火源、非法伐木或偷猎行为；在娱乐文化产业中，无人

机竞速飞行可以拍摄酷炫的打斗场景 [3]，降低电影拍摄成本。

无人机竞速飞行涉及面广，具有挑战性，成为了近些年的研究热点。无人机

竞速飞行涉及到动力学建模、机载感知、定位和绘图、轨迹生成和最优控制等

多个方面，具有较高的技术挑战性与研究价值 [4]。学术界和企业界为此举办了

许多无人机竞速飞行比赛（如图1.1所示）。2016年，国际智能机器人与系统大
会（IROS）第一次举办无人机自主飞行竞速 [5]，之后该活动每年举行一次。2019
年，NeurIPS举办了涉及多无人机竞速的飞行比赛 [6]。洛克希德·马丁公司也于

2020年组织了 Alpha Pilot比赛 [7]，该比赛专注于 AI算法在无人机竞速飞行中的
应用。总的来说，无人机竞速飞行的实际价值和技术挑战，已经引起了学术界和

企业界极大的兴趣 [8]。

(a) 2016年 IROS比赛 (b) 2019年 NeurIPS比赛 (c) 2020年 Alpha Pilot比赛

图 1.1 学术界和企业界举办的一些无人机比赛

竞速环境的复杂性给现有无人机自主竞速方法带来了挑战。无人机在竞速

飞行过程中，会遇到气流干扰 [9]、电磁干扰 [10]等不确定因素，这些干扰往往突

发、无征兆 [11]，因此难以被概率建模，一旦出现机器极可能感知错误导致决策

出错。在一些多机竞速对抗环境中，无人机需要揣测对手意图、隐藏自身意图，
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具备博弈思维，然而欺骗、故意阻拦等高级博弈行为无法被精准定量描述，因

此，这些高级的抽象认知对于机器来说难以做到 [12]，这会使得无人机在多机竞

速过程中落入下风，导致竞速失败。这些都是机器自主决策所面临的固有挑战，

仅依靠机器自身能力难以完全解决 [13]。

由于人类具备和机器不同的优势，人机混合决策在无人机竞速领域的应用

备受关注，是解决上述挑战的潜在方向。机器的能力优势体现在数值计算、高精

度、高存储方面，人类的能力优势体现在应急能力和高级推理方面。在面对突发

情况时，人类可以根据其丰富经验进行有效处理 [14]。此外，高级推理能力让人

类能够理解和把握战略环境，可以为战略决策提供信息的预测和判断 [15]。可以

看出，人类的这些能力恰好对应了无人机自主竞速中的难点。因此，在无人机竞

速研究中，人机混合决策成为了潜在的研究趋势。

为保证良好的人机混合决策，合适的人机信任必不可少，同时，基于合适的

人机信任，可以优化人机混合智能系统 [16]。人机信任一直是人机领域的重要研

究方向 [17]，人机信任是人对于机器客观能力的主观认识。过度信任和缺乏信任

都会对人机系统产生不良影响 [18]：如果人类“过度信任”无人机，人的引入没

有起到纠正无人机的作用，无人机决策出错便会导致竟速飞行失败；如果人类对

无人机“缺乏信任”，便会浪费机器的能力，增加不必要的人类负担。此外，人

机信任是人机之间的“桥梁”，可以体现和调节双方交流的信息，这些信息有助

于优化人机混合决策。从具体做法角度来说，合适的人机信任可以在两方面用于

人机混合系统的设计：一方面是直接协调人机关系，例如在人机共享控制当中，

当人机信任水平较低时，那么此时就应当降低机器的自主权限，提升人类的权

限；另一方面是利用人机信任去提升机器的能力，例如通过机器学习的方法，将

人机信任作为学习指挥棒，机器可以通过人机信任水平去获悉自身决策的好坏，

进而优化决策，提升能力。

然而，尽管人机信任在人机混合决策中具有关键作用，却在无人机竞速实

践中未得到应有的重视。因此，针对竞速场景复杂性所带来的挑战，论文将人机

信任引入到无人机竞速方法设计中。首先构建适用于竞速场景的人机信任模型，

然后分别考虑单机竞速和多机竞速两种不同的场景：在单机竞速中使用人机信

任直接调节人机之间的权限，在多机场景中则是利用人机信任去训练机器，让人

机优势互补，实现了良好的竞速效果，具有明确的研究意义与价值。

2
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1.2 研究现状

1.2.1 人机信任研究现状

现有关于人机信任的研究主要集中在信任测量和信任演化模型构建两个部

分 [19]，对此分别介绍。

1. 信任测量
由于信任的潜在性和多面性，无法直接衡量信任。因此，衡量信任取决于捕

捉其他因素或基本结构 [20]。现有的测量方法主要有三种：自我报告、生理测量、

行为测量方法。

自我汇报是当前信任测量适用场景最多的方法 [21-22] , 也是最早开发出来的
方法。该方法使用调查和问卷形式对人（机器操控者）进行调查，最终整合问卷

内容，得到人对于机器的信任；此类方法目前没有评估信任的标准，主要是研

究人员根据不同的场景设计不同的信任问卷。早期量表一般都是单一量表，例

如 Muir等 [23]开发了评分量表用以衡量人对于自动化系统的态度。Jian等 [24]开

发了最为常用的信任量表，他们设计了一个三阶段的实验研究，构建多维度的

信任测量尺度问卷，设计了用于评估人们对于自动化系统的信任问卷。Madsen
等 [25]针对之前量表难以直接推广到其他样本的问题，设计了基于认知和情感的

人机信任测量仪器。他们在一项针对运营出租车调度系统用户的现场研究中，对

该仪器的结构有效性和量表可靠性进行了测试。Schaefer等 [26]进一步考虑了人

机信任动态变化情况下的信任量表设计，开发了一种人对于机器信任变化的有

效量表。

生理测量主要是通过分析脑电波、心率等人体生理信号来获得人对于机器

的信任，本质上是构建生理信号和信任水平之间的映射关系，是近些年兴起的测

量方法。Gupta等 [27]调查了参与者对 VR环境中搜索任务的听觉辅助系统的信
任。他们使用各种传感器收集数据，包括 EEG、HRV和 GSR设备等。这项研究
发现，生理测量确实可以用来评估人类对机器的信任。Akash等 [28]基于 GSR和
EEG的数据提出了一个可以实时测量的经验信任传感器模型。他们在滤除尖峰
等噪声干扰的基础之上，通过时域和频域分析方法提取特征，之后把特征放入二

次判别分类器进行训练，以此得到最终传感器模型。该模型表明心理生理信号可

以用于实时的测量人类的信任水平。Choo等 [29]针对空军多属性任务场景，依靠

EEG获取人类生理信号，不需要事先假设特征信号与信任之间的映射类型，也
不需要假设信任本身的演化，在特征提取之后直接训练深度学习网络模型来搭

建脑电波信号和人机信任水平之间的映射关系。这个模型在信任估计和检测方

面表现出色，成为人机交互中估计多级信任和检测信任校准的理想选择。此外，

它还有助于预防自动化系统的废弃和滥用，通过估计操作员的信任水平并监控
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他们对自动化系统的信任校准动作。

行为测量研究较少，这种方法是通过分析人机协作过程中人对外的动作表

现来获得人对于机器的信任水平。Hu等 [30]考虑多人同时做实验，每次实验时，

记录执行机器决策的人数占据总人数的比例，以此作为群体对于机器的信任水

平。计算群体动作比例是绝大多数行为测量的方法, 比如 Christensen 等 [31-32]。

Hudspeth等 [33]方法比较独特，即使用个人的动作作为信任水平。他们巧妙地设

计了人和机械臂的协作实验：在某区域内，要求人类放置易碎物品。观察易碎物

品的位置，离区域边界越远，说明人对于机器的信任越低。于是就用易碎物品到

区域边界距离作为人对于机器信任水平的衡量。

信任测量的三种方法使用场景不尽相同，各有优劣。在无人机竞速场景中，

人类是参与决策的，基于生理信号的信任测量需要佩戴专用的生理检测设备，对

于人机协作造成了极大的不便，干扰人的决策，因此生理测量并不适合；此外也

不存在人类群体动作，基于动作的间接测量也不适用。信任自我汇报使用方便，

可操作性较强，而且从原理上说，由于信任本身是主观的，这种测量方式得到的

结果是最接近真实的人机信任水平。因此，论文采用信任自我汇报的方式得到人

机信任水平。

2. 人机信任演化模型
根据信任演化模型中是否出现过往信任（即历史时刻的信任水平），可将信

任模型分成两类：无过往信任模型和有过往信任模型。有过往信任模型根据数学

形式又可分为两类：有过往信任时间序列模型和有过往信任概率图模型。

无过往信任模型研究不多，该模型是指信任模型中只有当前时刻信任和机

器决策历史中影响信任的相关因素，适用于人机关系简单、影响因素较少的情

形。Lee等 [34]给出了信任水平和人机表现、机器故障率之间的线性回归模型，并

且利用该模型解释了信任波动方差。但是他们也指出，信任演化是有惯性的，该

模型没有任何信任记忆信息，无法反映出信任的动态变化。Wang等 [35]针对人和

机械臂协作的场景，考虑机器对于人类的信任，把人类表现作为影响信任的唯一

因素，最终将信任建立为所有历史表现的加权和。和之前的研究不同，该模型没

有将人类表现用成功率或者故障率来简单表示，而是重点分析了人类表现的计

算方法，考虑安全性、机器人奇点、运动的平滑性以及人类的身体和认知表现等

因素。基于该模型，可以较好的预测机器的行为动作。Nam等 [36]针对集群机器

人搜寻问题，考虑人类无法清楚的感知群体任务的性能的情况下，将信任表述为

马尔科夫决策过程，通过逆强化学习得到信任计算模型。他们把集群面积、航向

方差、人类干预等信任影响因素作为奖励函数的特征，通过逆强化学习得到奖励

函数进而预测信任。该模型可以有效的减少信任预测误差，同时考虑了信任个性

化特点，不同操作者会有不同参数的信任模型。
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有过往信任时间序列模型 [30,34,37-39]是现有研究最多的模型，该模型考虑信

任的变化惯性，即当前时刻信任不仅和机器性能、任务环境等因素相关，还和过

往时刻的信任有关，最终构建为时序模型。Lee等 [34]指出信任变化是逐渐发生

的，不可能瞬间改变，模型需要体现信任变化的因果关系。他们考虑当前时刻信

任、上一时刻信任、机器故障率、人机总体表现，构建起自回归移动平均向量信

任模型。该模型描述了因果关系所涉及的因素、信任随时间变化的动态、发生故

障时信任被侵蚀的速度以及随着系统性能的提高信任建立的速度，是最早的有

过往信任时间序列模型。Sadrfaridpour等 [38]针对人与机器合力搬运东西的场景，

在考虑过往信任的基础上，加入了人的能力表现，计算人的能力表现和机器能力

表现的差值，以此作为信任影响的因素之一。他们认为只要人类和机器人的表

现存在相当大的差异，无论哪一个比另一个更大，信任都会降低；相反，如果在

一段时间内，性能之间没有显著差异，则信任将会增加。基于该模型设计控制策

略，最终提升了人机合作的整体表现。Jonker等 [40]提出信任的变化与机器表现

和过去信任的差异成正比。基于这个观点，Hu等 [30]提出了一个针对人机协作场

景下的通用信任模型。他们以机器漏报率和错报率作为机器的性能表现，并且把

累积信任和人的期望偏置引入到信任模型中，给出了信任演化模型的稳定性条

件。此外，该模型还讨论了性别、文化、国度等其他非机器性能因素对于信任模

型的影响，他们指出，这些因素会影响信任演化模型中的参数，体现为人对于机

器的信任倾向性不同。

有过往信任概率图模型将信任视为服从某个概率分布的随机变量，把信任

以及信任的影响因素作为概率图的节点。Xu等 [41]考虑监督协作的人类机器人团

队：人类扮演主管角色，负责将任务分配给机器人，同时有权力进行干预和接管

控制。他们把机器表现、人的干预、人的反馈、当前时刻信任、上一时刻信任作

为概率图节点来构建贝叶斯网络。该模型假定信任水平服从一维高斯分布，其均

值和上述影响因素相关，其方差为固定参数，同时利用逻辑斯蒂函数反映人的动

作和信任水平之间的联系。该信任模型预测精度较高，其结果表明：当机器出现

故障时，人机信任会迅速下降，然而重新上升却很难。Chen等 [42]在考虑人机信

任的基础上，把可控措施融入到信任模型中。他们的实验场景是人和机器共同清

理桌面，可控措施是：机器可以选择清理高风险或者低风险物品。他们将信任视

作隐藏变量，利用 HMM描述其演化过程进而构建起 POMDP，通过最大化人机
团队表现求解 POMDP。和仅有信任预测模型的研究相比，机器可以根据人的信
任水平做出最优决策，提升人机协作体验。Akash等 [43]考虑信任自我汇报在序

贯决策中难以使用的问题，将人的信任状态作为隐藏状态变量，人的动作作为观

测，进而构建起有向概率图信任模型。他们利用大量的人机交互的历史数据，通

过贝叶斯推理，学习出模型中的参数，之后利用得到的观测去推理出最合适的信
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任值。所提出的模型还考虑了机器透明度、人的工作量，通过求解系统最佳透明

度，最终提升了系统性能。

1.2.2 无人机竞速方法研究现状

无人机竞速方法的研究主要涉及感知、决策、执行三个方面 [44]。无人机的

感知包括检测、识别、跟踪和定位物体以及估计无人机自身状态 [45-47]；无人机

的决策是根据感知模块获取的信息进行竞速规划，生成顶层指令 [48]，如指定位

置、速度、角速度等;执行是底层控制系统根据顶层指令，完成对于电机的控制，
例如 PID [49]，LQR [50-51]，SMC [52]等。由于论文研究的是人机决策内容，因此

对于无人机的竞速决策研究现状作重点介绍。根据竞速场景不同，分成单机竞速

研究和多机竞速研究两部分。

1. 单机竞速控制方法
基于数值优化的规划算法是单机竞速控制的主流研究方向，这类方法是根

据竞速任务目标设计优化函数，考虑竞速环境的限制，将竞速问题转化为优化

算法实时求解问题。这类方法可解释性强，但是对于实时计算能力要求较高，有

些问题无法转化为凸优化问题，只能得到近似解。此外，这些方法对于干扰较为

敏感，往往初值条件小幅变动，规划出来的轨迹差异较大。Foehn等 [53]和 Ryou
等 [54]将此问题分为规划任务和控制任务，在规划任务中生成全局时间最优轨迹，

在控制任务中精确跟踪该轨迹，这也是单机竞速中最常用的方法。Shuli等 [48]针

对迭代学习控制Bristow等 [55]无法用于无人机竞速的问题，提出了时间最优空间

迭代学习方法，建立了一个具有路径和障碍物信息的空间虚拟管用以建模比赛

场景，考虑无人机通过虚拟管道尽快到达目的地，最终转化为时间优化的求解。

Shin等 [56]使用进化算法优化竞速的速度参数，使用在线学习进行轨迹规划，在

2019年 NeurIPS举办的比赛中获得了第二级和第三级的第一名。Wang等 [57]针

对动态环境中的比赛，考虑速度和避障之间的权衡，提出了一种具有有效多项式

轨迹表示的在线重规划框架。MPC（Model Predictive Control）也是解决复杂无人
机问题的有效方法 [58]，常常用于竞速问题中的最优时间规划。Romero等 [59]针

对多项式控制输入不能充分利用致动器的潜力，使控制策略处于次优状态的问

题，提出了MPCC（Model Predictive Contouring Control）竞速方法，该方法考虑
了全四旋翼动力学和实际单旋翼推力约束，以实现时间最优四旋翼飞行。Romero
等之后基于 Receding Horizon Approach方法设计了高效的采样方法，并且扩展了
MPCC的实现，使其适用于在线竞速重规划 [60]。

近些年 AI（Artificial Intelligence）技术大放光彩，AI赋能的单机竞速控制方
法也得到了发展。这其中主要的技术思路有两方面：一方面是利用神经网络替代

传统方法中的某些部分，例如无人机的动力学模型等；另一方面是使用端到端的
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形式，将感知到的信息通过深度学习直接映射为控制指令。此类方法实时性较

好，但是神经网络的训练耗费较高，同时深度学习的不可解释以及鲁棒性差等因

素使得该方法同样对于干扰敏感，容易决策失误。Salzmann等 [61]利用神经网络

拟合无人机的动力学模型，将其嵌入到轨迹规划当中，实现了良好的穿门竞速

效果。Nagami等 [62]考虑 HJB（Hamilton Jacobi Bellman）方法不适合于实时的无
人机竞速控制，使用神经网络来模仿 HJB的控制策略，并且利用强化学习微调
控制策略，结合了学习算法与先进控制算法的优势。Song等 [63]针对 MPC方法
中某些难以优化决策的变量，通过神经网络学习经验数据生成高级策略实现优

化，实现了控制性能和复杂策略学习的结合。Kaufmann等 [64]开发了基于深度强

化学习实现无人机竞速的端到端（Point to Point）框架，感知系统将高维视觉和
惯性信息转换为低维表示，决策系统摄取感知系统产生的低维表示并产生控制

命令，实现了感知与决策的一体化。

除了上述自主竞速方法，人机混合决策方法在单机竞速中也有应用 [65]。这

类方法通将人类操作员的专业技能与机器自主决策算法相结合，以提高无人机

在复杂、高速竞速环境中的决策效率和性能，在此类方法中，人类操作员通常占

据更高级别的决策层级，掌握着较大的控制权限，以便在必要时进行关键决策

和干预。Agrawal [66]设计了人机权限交换机制，当检测到人类有干预时，会将全

部控制权限移交给人类，同时基于一组探索性问题开发了一个流程，用于引指

定无人机的人工干预需求。Hummel等 [67]设计了一个分布式的人与无人机协作

架构，该架构充分利用了实时传输的无人机竞速视频影像信息。在这个框架中，

人类操作者通过观察和解析实时传送回来的高清图像资料，能够实现对无人机

竞速环境中尚未被自动系统充分识别或捕捉到的关键信息进行补充认知和解析，

并且同样给予实时干预。

2. 多机竞速控制方法
相较于单机竞速，多机竞速总体上研究较少，正在逐步发展，同时与多机

竞速类似的领域（例如多赛车竞速）也取得了一些成果。这些研究集中在基于

博弈的优化算法上。技术思路是将单机竞速算法拓展到多机过程中，相当于原

有环境中多了一个对手无人机的碰撞问题。Liniger等 [68]考虑双赛车竞速，将竞

速场景建模为零和博弈模型，设计博弈代价函数，通过顺序最大化方法来计算

纯策略中的斯塔克伯格和纳什均衡。Spica等 [69]针对 2维的多无人机竞速场景，
首次将博弈论引入到无人机竞速当中，利用灵敏度分析改进多机竞速的优化求

解，通过迭代最佳响应进行实现近似的纳什均衡。Wang等 [70]针对 3维场景下
的多无人机竞速，考虑对手的意图和反应，通过反复规划自己的轨迹寻求纳什

均衡。Schwarting等 [71]利用深度强化学习算法实现多机竞速任务，但是这种算

法并没有完整考虑竞速规则，实质上类似单机竞速飞行。Li等 [72]考虑多赛车竞
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速问题，设计了最小时间目标下的非线性模型预测控制（NMPC）模型，使用曲
线坐标系，将进度时间设置为直接优化目标，基于混合整数二次规划的方法最

终生成安全控制策略。He 等 [73]考虑多赛车竞速场景，针对周围车辆有无分别

设计两种竞速策略，利用障碍函数约束的MPC控制器来避障，以保证系统的安
全关键性能，实现了无碰撞轨迹的跟踪。Shen等 [74]针对多无人机竞速场景，将

CPC(Complementary Progress Constraint)扩展到一组无人机，求解碰撞约束优化
问题，生成时间最优轨迹，使四旋翼无人机能够以其极端的机动性完全自主地飞

行通过赛道，并以最短的飞行时间达到目标。

人机混合决策已在多无人机集群运作中有所实践，例如 Agrawal等 [75]探讨

了人与集群无人机间的协同设计，并提出了一个人类操作员与自主无人机群交

互元模型。尽管如此，此类研究尚未深入探讨无人机个体间的博弈行为。总体来

看，关于人机混合决策在多无人机竞速情景中的应用尚不多见。

1.2.3 研究现状总结

1. 现有信任模型可解释性差、未能刻画竞速飞行高动态特点，不适用于无
人机竞速场景

• 现有信任模型对于机器性能的刻画没有体现出无人机竞速的高动态特点，
信任和机器性能并不是实时匹配的。现有模型对于机器的性能刻画主要是

记录机器所有的决策历史，通过数据处理得到机器的性能评估（例如机器

的历史正确率）。这种机器性能评估方法缺少了对于机器当前表现的刻画。

而无人机具有高动态特性，机器的当前表现会对人机信任产生重要影响，

只考虑机器的历史表现会导致人类的信任水平与机器性能之间存在延时偏

差。

• 将信任引入无人机竞速的目的是优化控制设计，提升飞行效果，然而现有
信任模型可解释性较差，无法用于优化控制设计。现有研究大多数是考虑

某些信任影响因素，将其放入某个数学模型中，进而得出信任演化模型，对

于演化模型中参数的意义没有分析，使得信任模型缺乏原理上的解释，难

以用于后续的控制优化设计。

2. 单机竞速中，面对不确定性干扰导致竞速效果不佳的问题，自主竞速方
法难以解决，而现有的人机混合决策方法中人类工作量大、容错率低

• 无人机自主竞速时，一旦遇到未被建模的不确定性干扰，便极有可能决策
出错，这是自主决策方法的固有缺陷，难以解决。由于机器很难对阵风、湍

流、电磁干扰这类无征兆的因素进行概率建模，这些因素一旦出现可能会

使无人机感知错误，进而决策出错，造成偏离预定轨迹，甚至于竞速失败。

• 现有的人机混合竞速方法普遍赋予人类较高的权限。然而，一旦人类操作
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失误，极有可能导致竞速任务失败。因此，人类操作员须持续保持高强度

的专注力以杜绝操作失误，这不仅大幅度加重了其工作负担，而且对操作

员的错误容忍度也提出了极为苛刻的要求。

3. 多机竞速中，缺少了对于高级博弈行为的刻画，计算实时性达不到要求
• 多无人机竞速中，欺骗、故意阻拦等复杂博弈行为构成了竞争胜负的关键
要素。然而，现有的多机竞速算法大多仅侧重于遵循避免碰撞的基本准则，

却忽略了对竞争对手复杂博弈行为的辨识与应对，以及自身在复杂博弈环

境下的决策制定。

• 多机竞速算法大多使用优化算法，这些算法耗时较长，难以满足多机竞速
的高动态要求。多机竞速存在高动态对抗，其计算耗时应当低于单机竞速，

然而多机竞速的复杂性使得计算耗时反而高于单机场景，如果对方无人机

实时性较好，那么这几乎是降维打击。

1.3 论文工作与结构安排

本节考虑在引入人机信任的无人机竞速场景下，根据上述研究不足，提出本

文的研究内容和组织结构。

1.3.1 论文研究内容

针对1.2.3中提到的研究不足，论文从人机协作的角度出发，将人类干预引入
到无人机竞速当中，通过人机信任协调人类和机器之间的关系，实现人类和机器

的优势互补，最终提升无人机竞速效果。具体包括以下三部分内容：

• 考虑到现有信任模型可解释性差、未能刻画竞速飞行高动态特点，提出了
机器性能驱动的人机信任模型。首先根据人机信任的影响因素分析了人机

信任所具有的特征以及演化规律；其次，引入机器当前表现作为机器性能

的评估指标之一，进而构建机器性能驱动的人机信任演化模型，给出合理

性说明、模型参数的意义和相关性质分析，让模型具备可解释性；最后设

计了真实的人机交互实验来验证所提信任模型的有效性。

• 针对单机竞速场景存在的不确定性干扰使得无人机竞速效果不佳的问题，
提出了基于人机信任的单机竞速共享控制策略。首先构建人类决策输入的

无人机轨迹预测模块，检测人类操作失误的情形，防止人类缺点被引入到

竞速飞行中，提升人类的容错率。其次，构建以人机信任作为依据的人机

权限动态分配方法，提升无人机竞速飞行效果，同时降低人类工作量；最

后，利用实验平台验证所提方法的有效性。

• 考虑到多机竞速场景中有着对于高级博弈行为刻画和实时计算的需求，提
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出基于人机信任的多机竞速强化学习策略。首先设计强化学习奖励塑造函

数，用人机信任帮助机器强化学习训练，让机器理解博弈，引导机器做出

正确决策；其次，构建对手轨迹预测网络，增加机器对于对手的策略理解；

最后在实验平台上验证所提方法的有效性。

1.3.2 论文组织结构

论文的组织结构如图1.2所示，共有六章，具体描述如下：

绪论
（第1章）

相关基础知识
（第2章）

机器性能驱动的
人机信任模型
（第3章）

单机竞速：基于人机信任的
共享控制竞速策略

（第4章）

多机竞速：基于人机信任的
强化学习竞速策略

（第5章）

总结与展望
（第6章）

图 1.2 论文的组织结构

第 1章：绪论。介绍了论文的研究背景，阐明了在无人机竞速中引入人机信
任的研究意义。同时对于现有人机信任和无人机竞速的研究现状予以总结，基于

现有研究中存在的问题，给出论文的主要研究内容和组织架构。

第 2章：相关基础知识。介绍了论文涉及到的基础理论以及使用的一些技术
方法，包括无人机运动学建模、人机混合智能系统理论，深度学习和强化学习方
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法。

第 3 章：机器性能驱动的人机信任模型。研究了在无人机竞速场景中，如
何设计信任模型来尽可能的促进信任水平和机器性能之间的匹配。该研究是第 4
章和第 5章所需要的基础之一，会在 4、5两章中进一步具体化，用于后续的控
制设计。

第 4章：基于人机信任的单机竞速策略。研究了在单机竞速场景中，将人类
操作者引入到控制回路之后，如何避免人类操作失误的影响以及如何利用人机

协作让竞速效果得到改善的同时，提升人类的容错率，降低人类的工作量。具体

包括人类操作失误检测设计、第 3章中的信任模型具体化、人机决策仲裁设计、
算法仿真与验证等。

第 5章：基于人机信任的多机竞速策略。研究了在多机竞速场景下，如何利
用人机信任提升机器对于复杂博弈和对手策略的理解。具体包括第 3章中的信
任模型具体化、基于人机信任的奖励塑造函数设计、对手轨迹预测设计、强化学

习训练框架设计、算法仿真与验证等。

第 6章：总结与展望。对论文研究内容进行总结，分析了论文研究中存在的
不足，以及进一步的改进方向。
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第 2章 相关基础知识

本章集中阐述了研究所需的几大基础知识板块。首先，介绍无人机坐标系及

其运动学模型；其次是论文涉及的人机混合智能相关理论；最后是论文中运用到

的深度学习与强化学习技术。

2.1 无人机基础知识

2.1.1 两种坐标系

在无人机系统建模中，涉及到两个坐标系，分别称之为世界坐标系和机体坐

标系。

EX

EY

EZ

世界坐标系

BX

BY

BZ

机体坐标系






图 2.1 无人机中的世界坐标系和机体坐标系

世界坐标系是一种固定在地面上的坐标系，为无人机提供了一个全局参照

系，便于描述无人机在三维空间中的位置、速度和航向，以及进行路径规划和导

航计算等。如图2.1所示，世界坐标系采用 NED形式：正北方向为 X轴的正方
向，正东为 Y轴正方向，重力方向为 Z轴正方向，为右手坐标系。
机体坐标系是固定在无人机上的坐标系，主要用于表达无人机自身的姿态

（俯仰、滚转、偏航）和内部传感器（如 IMU，惯性测量单元）采集到的数据，这
些数据反映了无人机本身的动态变化。如图2.1所示，机体坐标系通常以无人机
重心作为坐标原点，将无人机的机头（无人机飞行的前进方向）为 X轴的正方
向，机头右侧为 Y轴正方向，将旋翼推力反方向定义为 Z轴，同样也是右手系。
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2.1.2 运动学建模

由于无人机基本运动方程中涉及到两个坐标系，因此需要建立二者之间的

旋转变换关系。无人机的旋转矩阵 𝑹通常用来描述二者的旋转关系，𝑹可以表
示为：

𝑹 = 𝑹𝑍(𝜓)𝑹𝑌 (𝜃)𝑹𝑋(𝜙) (2.1)

其中 𝑹𝑍(𝜓), 𝑹𝑌 (𝜃), 𝑹𝑋(𝜙)表达式如下：

⎧
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎨
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎪
⎩

𝑹𝑋(𝜙) =

⎡
⎢
⎢
⎢
⎢
⎣

1 0 0

0 cos 𝜙 − sin 𝜙

0 sin 𝜙 cos 𝜙

⎤
⎥
⎥
⎥
⎥
⎦

,

𝑹𝑌 (𝜃) =

⎡
⎢
⎢
⎢
⎢
⎣

cos 𝜃 0 sin 𝜃

0 1 0

− sin 𝜃 0 cos 𝜃

⎤
⎥
⎥
⎥
⎥
⎦

,

𝑹𝑍(𝜓) =

⎡
⎢
⎢
⎢
⎢
⎣

cos 𝜓 − sin 𝜓 0

sin 𝜓 cos 𝜓 0

0 0 1

⎤
⎥
⎥
⎥
⎥
⎦

(2.2)

其中，偏航角 𝜓 ,俯仰角 𝜃,滚转角 𝜙分别是按 Z-Y-X顺序定义的姿态角（在
图2.1中有标注）。式(2.1)表示绕 Z轴旋转 𝜓 角度，然后绕 Y轴旋转 𝜃 角度，最
后再绕 X轴旋转 𝜙角度后的整体旋转效果。
用 𝒑 = [𝑥, 𝑦, 𝑧]𝑇 表示无人机的位置向量（世界坐标系下），𝒗 = [𝑣𝑥, 𝑣𝑦, 𝑣𝑧]𝑇

表示无人机的线速度向量（机体坐标系下），𝜣 = [𝜙, 𝜃, 𝜓]𝑇 表示无人机的姿态角

矩阵，𝝎 = [𝜔1, 𝜔2, 𝜔3]𝑇 表示无人机的角速度向量（机体坐标系下），将无人机完

整的运动学方程表示如下：

[
̇𝒑

𝜣̇]
=

[
𝑹 𝟎
𝟎 𝑾 ] [

𝒗
𝝎]

(2.3)

其中，𝑾 是姿态角的变化率与机体的旋转角速度之间的变换矩阵：

𝑾 =
⎡
⎢
⎢
⎢
⎣

1 tan 𝜙 sin 𝜓 tan 𝜙 cos 𝜓
0 cos 𝜓 − sin 𝜙
0 sin 𝜙/ cos 𝜃 cos 𝜙/ cos 𝜃

⎤
⎥
⎥
⎥
⎦

(2.4)

在小扰动情况下𝑾 为单位阵。
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2.2 人机混合智能

在人机混合智能系统中，与传统人机协作有所不同，随着决策算法的融入，

机器具备了显著的自主行动能力。因此，在这类系统中，人类与机器均展现出了

各自的自主性特征，有效分配并协调人与机器的自主权成为了关键问题 [16]。共

享控制和介入控制是人机混合智能系统的基本控制策略，尽管这二者十分重要，

但是现如今学术界对此并没有统一的定义 [76]。这里根据文献 [16,76-79]，整理出二

者的特点，如表2.1所示。
表 2.1 共享控制和介入控制特点对比

角度 介入控制 共享控制

控制目标
主要目标是为了确保人机系统
的稳定性和安全性，避免产生
不可接受的风险后果

聚焦于系统性能优化，旨在
达成显著的效能提升

系统结构
通常仅需单方监控对方状态并
判断适宜的介入时机，无需额
外增设人机之外的机制

有必要设立一个超越人机层
级的统一决策机构，负责执
行人机共享的统筹策略

主次地位
在人机交互中，双方地位不等，
介入一方较被介入一方地位更
高，享有更大决策权限

在系统中，人与机器处于同
等地位

相互影响

操控权限可在人与机器之间单
向或双向切换，即人可接管机
器驾驶，反之亦然，机器也能

接手人的操作

人与机器之间的共享表现为
深度合作与协同效应，而非
简单的单向作用关系

设计要求
尽管执行机制简易，但由于错
误介入可能导致整个系统失控，
故对接管动作的要求相对严苛

尽管执行机制复杂，但设计
上要求一定的灵活性，因其
失误结果通常导致优化不足

而非系统崩溃

2.3 深度学习

2.3.1 深度学习原理

深度学习是一种基于人工神经网络的机器学习方法，其核心原理在于构建

多层非线性变换模型，从而具备了逼近任意复杂函数的能力。这一特性赋予深度

学习强大的表征学习能力，使之能够应对诸如图像识别、语音识别、自然语言处

理等诸多领域的复杂问题。人工神经元是人工神经网络的组成单元，其结构如

图2.2所示，输出 𝑦计算公式如下：

𝑦 = 𝑓(𝑊 𝑇 𝑋 + 𝑏) (2.5)

其中，𝑋表示输入向量，𝑊 表示权重向量，𝑏表示偏置量，𝑓 表示激活函数。这
里给出论文涉及到的一些激活函数：
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• sigmoid函数:
sigmoid(𝑥) = 1

1 + 𝑒−𝑥 (2.6)

• tanh函数:
tanh(𝑥) = 𝑒𝑥 − 𝑒−𝑥

𝑒𝑥 + 𝑒−𝑥 (2.7)

• ReLU函数:
ReLU(𝑥) = max (0, 𝑥) (2.8)

1x

  bxw ii

nx

2x
y

...

图 2.2 单个人工神经元结构

神经网络的学习流程是以迭代方式进行的，每一次迭代中有三个核心步骤：

首先前向传播阶段，计算网络的实际输出；其次是根据实际输出和预期目标计算

损失函数值；最后，通过反向传播算法更新网络参数。

深度学习在不同领域有不同的网络架构，例如图像识别的卷积神经网

络 CNN（Convolutional Neural Networks） ，时序数据处理的循环神经网络
RNN(Recurrent Neural Networks)，生成对抗网络GAN（Generative Adversarial Net-
work）等。论文使用了 RNN网络，后续仅对 RNN网络进行介绍。

2.3.2 循环神经网络

在深度学习处理时间序列问题时，RNN是广泛应用的模型。RNN能在时序
数据分析中表现出色，主要是由于其内在结构特点:每个时间步 𝑡的隐藏状态不
仅依据当前时刻 𝑡的输入特征计算，还整合了前一时刻 𝑡 − 1的隐藏状态信息（如
图2.3所示）。这种机制使得 RNN能够充分利用历史信息，与仅基于当前时刻输
入特征的传统模型形成对比，从而在理解时序动态上有独到优势。

在循环神经网络（RNN）中，每一个时间步 𝑡的隐藏状态 ℎ𝑡 的计算通常遵

循以下公式：

ℎ𝑡 = tanh(𝑊ℎ𝑥𝑥𝑡 + 𝑊ℎℎℎ𝑡−1 + 𝑏ℎ) (2.9)

其中：𝑥𝑡是当前时间步的输入向量。ℎ𝑡−1是前一时间步的隐藏状态向量。𝑊ℎ𝑥是

从输入到隐藏层的权重矩阵。𝑊ℎℎ 是隐藏层到隐藏层自身的循环权重矩阵。𝑏ℎ

是隐藏层的偏置向量。tanh是双曲正切函数，一种常用的激活函数。
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RNN RNN RNNRNN ...

tx

th

nx2x1x

nh2h1h

图 2.3 RNN基本网络结构

此外，输出层的计算公式是：

𝑦𝑡 = 𝑓𝑦(𝑊𝑦ℎℎ𝑡 + 𝑏𝑦) (2.10)

其中：𝑊𝑦ℎ 是从隐藏层到输出层的权重矩阵。𝑏𝑦 是输出层的偏置向量。𝑓𝑦 表示

输出层的激活函数。

长短期神经网络 LSTM（Long Short-Term Memory）也是一类特殊的 RNN网
络，其结构如图2.4所示。

tanh

tanh 

tf ti
tc~

1tc tc

concat

LSTMLSTMLSTM

图 2.4 LSTM基本网络结构

LSTM利用记忆门、输入门、输出门和遗忘门机制，有效地应对长序列数据
挑战。记忆门保留关键信息，输入门控制是否将新输入纳入记忆单元，遗忘门确

定何时丢弃现有信息，输出门决定如何将记忆单元内容体现在当前输出中。这些

门控机制有助于精准捕获长时序依赖，并能有效缓解梯度消失问题。数据进入到
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LSTM网络中进行的运算如下：

𝑓𝑡 = 𝜎(𝑊𝑓 [ℎ𝑡−1; 𝑥𝑡]) + 𝑏𝑓

𝑖𝑡 = 𝜎(𝑊𝑖[ℎ𝑡−1; 𝑥𝑡]) + 𝑏𝑖

𝑜𝑡 = 𝜎(𝑊𝑜[ℎ𝑡−1; 𝑥𝑡]) + 𝑏𝑜

̃𝑐𝑡 = 𝑓𝑡∘ 𝑐𝑡−1 + 𝑖𝑡∘ 𝑡𝑎𝑛ℎ(𝑊 ̃𝑐[ℎ𝑡−1; 𝑥𝑡] + 𝑏 ̃𝑐)

ℎ𝑡 = 𝑜𝑡∘ 𝑡𝑎𝑛ℎ( ̃𝑐𝑡)

(2.11)

其中 [ℎ𝑡−1; 𝑥𝑡]表示 𝑡时刻的输入 𝑥𝑡与上一个单元的隐藏状态 ℎ𝑡−1。𝜎是 LSTM单
元中的 sigmoid激活函数。∘ 表示 Hadamard运算。𝑖𝑡, 𝑜𝑡, 𝑓𝑡, ̃𝑐 分别表示每个 LSTM
单元的输入门,输出门,遗忘门,记忆门。𝑊𝑓 , 𝑊𝑜, 𝑊𝑖, 𝑊 ̃𝑐 与 𝑏𝑓 , 𝑏𝑜, 𝑏𝑖, 𝑏 ̃𝑐 则为网络

参数。

运用 LSTM模块能有效提炼序列中的周期性特征，进而增强对周期输入序
列的预测准确度。此外，鉴于 LSTM架构的简洁性，相比于繁复的时序预测模
型，在保持预测性能相近的前提下，能够提升训练效率，从而节省计算资源和时

间消耗。

RNN网络根据输入数和输出数的不同，有几种常用架构，如图2.5所示：
• 单对多场景：处理非序列输入生成序列输出的任务；
• 多对一场景：当面对的是序列输入但仅要求一个非序列输出时；
• 多对多场景：在此情况下，模型输入和输出均为可变长度的序列数据。

...

...

...

x 1y

2y

ny

1x

2x

nx y

...

...

1x

nx

1y

ny

单对多场景 多对单场景 多对多场景

图 2.5 RNN常见的几种架构

2.4 强化学习

2.4.1 强化学习基本原理

马尔可夫决策过程（Markov Decision Process, MDP）是强化学习中的核心模
型，用于描述在一系列离散时间步中，智能体如何通过选择不同动作来最大化累
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积奖励的问题。MDP具有如下基本元素：
• 状态空间 (State Space): 用 𝒮 表示，智能体可以在其中遍历的所有可能状态
集合。

• 行动空间 (Action Space): 用𝒜表示，智能体在每个状态下可以选择执行的
所有可能行动集合。

• 转移概率 (Transition Probabilities): 用或 𝒯 (𝑠′|𝑠, 𝑎)表示，在给定状态下采取
某个行动后，转移到下一个状态的概率。这里的 𝑠是当前状态，𝑎是采取
的行动，𝑠′是下一个可能的状态。

• 奖励函数 (Reward Function): 用 ℛ(𝑠, 𝑎, 𝑠′)，当智能体在状态 𝑠下执行动作
𝑎并转移到新状态 𝑠′时得到的即时奖励。

• 折扣因子 (Discount Factor): 通常用 𝛾 表示，范围在 [0, 1]之间，用来权衡当
前奖励与未来奖励的重要性。未来的奖励会被按照 𝛾 的指数衰减。

因此，可以用一个五元组 (𝒮, 𝒜, 𝒫, ℛ, 𝛾)来表示一个MDP。
强化学习基本的原理就是智能体不断的与环境进行交互，根据环境反馈的

奖励去调整自己的策略，定义智能体的策略为：

𝜋(𝑎𝑗|𝑠𝑗) = 𝑝 (𝒜𝑗 = 𝑎𝑗|𝒮𝑗 = 𝑠𝑗) (2.12)

式(2.12)含义是在状态为 𝑠𝑗 时，采取动作 𝑎𝑗 的概率。智能体的目标就是最大化

获得的累计奖励。强化学习智能体的累计奖励定义为：

𝑅 =
∞

∑
𝑡=0

𝛾 𝑡ℛ𝑡 ℛ𝑡 ∶ 𝒮𝑡 × 𝒜𝑡 × 𝒮𝑡+1 −→ ℝ (2.13)

式(2.13)本身是一个随机变量，在实际应用过程中，通常考虑最大化期望累计奖
励进而得到最优策略 𝜋∗(𝑠)：

𝜋∗(𝑠) = arg max
𝜋

𝔼𝜋 [

∞

∑𝑡
𝛾𝑗ℛ𝑡 ∣ 𝒮0 = 𝑠

]
(2.14)

进一步的，引入状态值函数 𝑉 (𝑠)与动作值函数 𝑄(𝑠, 𝑎)用来评估期望累计奖励:

𝑉 𝜋(𝑠) = 𝔼𝑎∼𝜋(𝑎,𝑠) [𝔼𝑠′∼𝒯 (𝑠′|𝑠,𝑎) [ℛ(𝑠, 𝑎, 𝑠′) + 𝛾𝑉 (𝑆′)]] , (2.15)

𝑄(𝑠, 𝑎) = 𝔼𝑠′∼𝒯 (𝑠′|𝑠,𝑎) [ℛ(𝑠, 𝑎, 𝑠′) + 𝛾𝑉 (𝑆′)] (2.16)

通过这些方程，智能体与环境交互，逐步学习到最优策略 𝜋∗(𝑠)。
如何学习到最优策略是强化学习领域研究的重点，总的来说，无模型的强化

学习算法可以分为三种。第一种是基于值的强化学习算法，模型中只有值评估函

数，根据值函数对策略进行改进。第二种是基于策略的算法，通过构建策略函数
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𝜋(𝑎|𝑠)，直接对策略迭代更新参数值，让累积奖励的期望最大；第三种是既有值
也有策略的算法，通常称之为 Actor-Critic框架，Actor用于计算策略，Critic用
于评估值。论文使用到的强化学习方法是基于 Actor-Critic框架的，因此后续仅
对基于 AC框架的强化学习方法进行介绍。

2.4.2 基于 AC框架的强化学习方法

Actor-Critic总体的思想是：Actor负责策略更新，Critic可以对 Actor更新的
方向、快慢等给予指点。下面给出具体做法。

首先定义策略函数 𝜋𝜃（一般可以用一个神经网络表示，此时 𝜃 就是网络的
参数），用 𝜏 表示智能体探索的轨迹，ℛ(𝜏)表示轨迹 𝜏 的奖励，𝑝(𝜏; 𝜃)表示轨迹
𝜏 出现的概率。因此智能体的目标函数可以表示为：

𝐽(𝜃) = 𝔼 [𝛴𝜏𝑝(𝜏; 𝜃)ℛ(𝜏)] (2.17)

强化学习目标就是找到最优的 𝜃 使得 𝐽(𝜃) 最大。这就是一个典型的优化问题，
通过策略梯度进行优化：

𝜃𝑛𝑒𝑤 = 𝜃𝑜𝑙𝑑 + ∇𝜃𝐽(𝜃) (2.18)

因此，该问题的关键便是对 ∇𝜃𝐽(𝜃)的计算，根据 Schulman [80]的博士论文，策

略梯度可以写成如下形式：

∇𝜃𝐽(𝜃) = 𝔼
[

∞

∑
𝑡=0

𝛷𝑡∇𝜃 ln 𝜋𝜃(𝑎𝑡|𝑠𝑡)]
(2.19)

在式(2.19)中，可以看出有两个部分会影响梯度的变化，一部分是 ∇𝜃 ln 𝜋𝜃(𝑎𝑡|𝑠𝑡)
，这是与 𝜋𝜃 自身相关的梯度，表示的是参数 𝜃如果沿着这个方向走，目标函数
变化就最快；另一部分是 𝛷𝑡，𝛷𝑡的正负和大小就决定了参数 𝜃的变化的正负方
向和大小。可以看出 𝛷𝑡 就起到了对于策略网络 𝜋𝜃 更新的指导作用。而 𝛷𝑡 的

计算便需要 Critic（一般也是一个神经网络）参与。一个典型的 AC算法是利用
TD-error计算 𝛷𝑡：

𝛷𝑡 = ℛ𝑡 + 𝛾𝑉 (𝑆𝑡+1) − 𝑉 (𝑆𝑡) (2.20)

其中，𝑉 (𝑆𝑡)便是一个 Critic网络，可以通过 TD-error进行参数更新。
目前，有许多强化学习算法是基于 AC 框架的，如 SAC [81]（soft Actor-

Critic),TRPO [82]（Trust Region Policy Optimization），PPO [83]（Proximal Policy Op-
timization）等。在这些算法中，PPO算法的计算与调试的复杂度较低，在许多问
题中取得很好的效果，因此论文使用了了 PPO算法，对其重点介绍。

PPO 与一般的 AC 算法差别在于策略更新方法上。PPO 采用优势函数
𝐴𝑡(𝑠𝑡, 𝑎𝑡) = 𝑄(𝑠𝑡, 𝑎𝑡) − 𝑉 (𝑠𝑡) 作为 𝛷𝑡，考虑策略裁剪，PPO 在策略更新时的目
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标函数是：

𝐽 𝐶𝐿𝐼𝑃 (𝜃) = 𝔼̂ [min (𝑟𝑡(𝜃) ⋅ ̂𝐴𝑡, clip (𝑟𝑡(𝜃), 1 − 𝜀, 1 + 𝜀) ⋅ ̂𝐴𝑡)] (2.21)

其中：

• 𝑟𝑡(𝜃) = 𝜋𝜃(𝑎|𝑠)
𝜋𝜃𝑜𝑙𝑑 (𝑎|𝑠) 是基于参数 𝜃 的新策略与旧策略在状态 𝑠下选择动作 𝑎的

概率比；

• ̂𝐴𝑡是在时间步 𝑡的优势函数的估计值；
• 𝜀是裁剪窗口大小。

根据式(2.18)和式(2.21)，利用 Adam优化算法便可以对 PPO的 Actor进行参数更
新。

PPO的 Critic网络更新方法与一般的 Actor-Critic算法相同。
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第 3章 机器性能驱动的人机信任模型

考虑在无人机竞速场景中，机器的决策环境是高度动态变化的，本章引入机

器当前表现作为机器性能的重要评估指标，进而构建机器性能驱动的人机信任

模型，促进人对于机器的信任水平和机器能力之间的匹配。首先分析了人机信任

的影响因素，基于此给出了人机信任所具有的特征以及演化规律；在此基础上，

引入机器当前表现作为机器性能的重要评估指标之一，进而构建机器性能驱动

的人机信任模型，并且给出合理性说明以及参数化方法；最后，设计实验验证了

本章构建的人机信任模型的有效性。本章所提出的模型是后续两章的无人机控

制设计所需要的基础。

3.1 引言

机器性能是影响人类对于机器信任的最重要因素。人类对于机器的信任取

决于机器呈现给人类的信息、人类自身以及环境因素。有研究表明 [84]机器的外

形、交互界面设计、机器的系统透明度、人类性别、种族、任务环境等因素都会影

响人类对于机器的信任水平。尽管人机信任受到多种因素影响，机器的性能一直

是影响人机信任的最关键因素。这是因为人机系统的目的是为了完成给定任务，

那么与完成任务最相关的机器性能自然也就是最重要因素。Hancock et al. [85]运

用Meta分析方法对现有文献中信任与影响因素的关系进行相关性分析，从数据
分析的角度给出了机器的性能对信任的发展贡献最大的结论。

无人机在竞速飞行过程中，所面临的环境是在不断变化的，机器的当前表

现会对人机信任产生重要影响。无人机在穿越不同障碍物时，障碍物的大小、形

状、方位等是不同的；此外，在不同的地点，所受到的气流干扰、摄像头接收到

的图片信息等均不相同。由于环境的不断变化，机器在做决策时所拥有的信息便

是不断变化的，也就是说机器当前时刻所做的决策中存在着历史时刻所没有的

信息，如果只将机器的历史表现作为机器的性能，那么对于机器性能的刻画就不

够完备。此外，人类对于机器的决策历史会产生遗忘，机器当前的状态更容易引

起人类的关注，进而改变人类对于机器的信任水平。

对于无人机竞速而言，机器当前表现的刻画是有可能的。因为无人机在竞速

过程中，无人机的位置、周围环境等信息都能够被获得，当机器给出飞行指令后

（例如飞行速度），可以根据无人机当前环境直接判断飞行指令是否合适，进而给

出机器当前表现的评估。

综上所述，为了构建适用于无人机竞速飞行的信任模型，本章引入机器当前
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表现的评估，利用机器的当前表现和历史表现共同刻画机器性能，进而构建人机

信任演化的模型，促进人对于机器的信任水平和机器能力之间的匹配。

本章结构安排如下：3.2节给出了人机信任模型的构建，包括人机信任的特
征以及演化规律、演化方程和合理性说明、参数化方法以及与无人机竞速场景的

耦合关系；3.3节给出了信任模型的实验验证，具体有：实验配置、实验结果与
分析等；最后3.4节给出了本章研究内容的总结。

3.2 人机信任模型的构建

构建信任模型应当遵循人机信任的独特属性及其固有的发展规律。为此，本

节首先提炼出人机信任的核心特征及其动态演化规律，继而在这些理论基础上，

构建人机信任动态演化的数学模型，给出模型构建的合理性说明。随后，给出模

型的参数化方法，并说明该模型与无人机竞速场景的耦合关系。

3.2.1 人机信任的特征及其演化规律

1. 人机信任的特征
人机信任指的是人类对于机器的能力认知，即：在具有不确定性和风险的环

境中，人类认为机器能够完成任务的可能性。在探究人机信任特征时，有必要充

分考量决定信任水平的关键因素，从而揭示人机信任的内在规律与特性。依据当

前人机信任研究领域的共识 [20]，存在两个关键因素，这些因素对人机信任的建

立有着实质性的作用：

• 人类偏置因素。鉴于个体间的认知差异，即便是面对同样的机器，人与机
器之间的信任程度也可能各异。Hu et al. [30]通过一项涉及 330余名参与者
的实验证明了民族、文化背景、性别等因素对人机信任产生显著影响。

• 机器性能因素。性能因素主要体现在机器在执行任务过程中的实际表现上，
如果机器性能越高，那么人类对于机器的信任水平就越高，它是影响信任

动态变化的核心维度。

在上述两类影响因素中，人类偏置因素是静态的，不会随着时间发生改变，

记为 𝐵。而机器性能在人与机器交互过程中会随着时间动态变化的，不仅直接影
响到初次建立信任的程度，而且在人机系统的运作中会不断塑造和调整信任关

系。为了方便后续的信任演化模型的建立，这里给出机器性能的定义和表示方

法。

机器性能定义为人类所能够感知到的机器能力。机器性能有两种理解：一种

是机器实际性能，这是机器内部的算法与决策任务共同决定的客观现实；另一种

是机器根据任务情况，做出决策之后，人类根据机器决策表现所认识到的机器能
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力，也就是人类主观上认识到的机器能力。需要注意的是，机器客观实际能力对

于人类来说是难以观察和理解的，例如机器算法中使用到的神经网络具有黑箱

特性，人类无法明确其能力边界，因此本文中所讨论的机器性能均为人类主观上

认识到的机器能力。

机器性能一般通过机器的实际表现来评估，机器表现可以用一个标量来表

示，该标量的计算方法定义如下：

𝑃 = 𝑓𝑃 (𝑼) (3.1)

其中，𝑃 表示的是机器表现，𝑼 表示机器决策过程中可被人类感知的且与机器
性能相关的状态空间，𝑓𝑃 表示由 𝑼 到 𝑃 的映射关系。理论上来说，只要机器的
目标任务是明确的，并且数学工具足够，那么便可以衡量机器不同的决策结果与

目标任务之间的距离，因此用标量来表示机器的性能是合理可行的。对于简单、

指标易量化的任务来说，映射关系 𝑓𝑃 可以显式的表示出来，例如在自动驾驶轨

迹跟踪任务中，车辆位置与预定轨迹的偏离程度、轨迹偏航角等就可以很好的衡

量机器的性能；对于一些复杂任务，人类可观察的状态维度较多，映射关系 𝑓𝑃

难以显式表达，例如无人机多机博弈过程中，有欺骗、诱导、干扰等行为存在，

博弈态势复杂，机器的决策性能无法通过公式化的映射关系直接进行计算，但是

映射 𝑓𝑃 依然客观存在，只是难以显式表达。

根据上述人机信任的影响因素，可以得出人机信任具有的特征如下：

• 特征 1：人机信任由人类和机器共同决定的。人机信任的值取决于两个方
面：一个方面是不同人的个性化偏置因素，而另一方面是机器本身在执行

任务过程中的具体表现。两者共同决定了人机信任的值。

• 特征 2：人机信任是可以定量计算的。人机信任考虑到了机器表现的客观
因素，由于人的个性化偏置因素并不会随着时间发生改变，在确定人的个

性化影响之后，可以通过机器性能计算获得信任的具体数值。

• 特征 3：人机信任是动态演化的。机器性能是影响人机信任的核心维度，而
机器性能在人机协作过程中不是一个固定的值，因此人机信任同样是随着

时间动态变化的。

2. 人机信任的演化规律
为了方便叙述人机信任的演化规律，定义三个集合：

• 𝛦：信任水平（即人机信任的具体的数值）。本文使用一个实数区间 [0, 100]
来表示该集合。数值越高，代表人类越相信机器。0表示人类完全不信任
机器，100表示人类绝对信任机器。

• 𝕀𝑠：信任影响因素。这类集合有两类，一类是机器的性能表现；另一类是人

类偏置因素。与信任类似，采用实数区间表示，这类取值是有序的（例如
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数值越高，代表机器性能越好或者人类对于机器信任偏置越大）。

• 𝕋：信任演化过程中的时间。
据此，可以定义信任演化函数 𝑓𝜖：

𝑓𝜖 ∶ 𝕀𝑠 × 𝕋 → 𝛦 (3.2)

令 𝜖 ∈ 𝛦，𝐼 ∈ 𝕀𝑠，𝑡 ∈ 𝕋，那么 𝜖(𝑡) = 𝑓𝜖(𝐼, 𝑡)表示人类在 𝑡时刻时对于机器的信
任水平。

由于信任具有潜在特性 [20]，直接得到人机信任的演化规律是困难的，因此

本节在现有研究基础之上，进一步总结提出了几个关于机器性能驱动的信任演

化规律的假设：

• 假设 1：信任水平和机器性能之间存在单调关系。机器性能越高，如果个
人偏置因素不变，那么此时信任水平应当更高，即：

∂𝑓𝜖
∂𝐼 > 0, ∀𝑡 ⩾ 0 (3.3)

• 假设 2：机器性能与人类信任水平差距越大，人类信任水平变化也就越快，
即：

∂2𝑓𝜖
∂𝑡∂𝐼 > 0, ∀𝑡 ⩾ 0 (3.4)

这是因为差距越大，人类接受到的机器性能的刺激会越高，进而更加快速

的改变信任水平。

• 假设 3：未来独立性。当前时刻的信任水平应当只取决于过去以及当下人
类所感知到的机器性能，与未来的机器性能无关。

• 假设 4：机器性能较高导致信任水平上升的速度与机器性能较低导致信任
水平下降的速度不同。这是因为不同人的保守程度不同，例如对于相对较

保守的人来说，其信任上升的速度是较为缓慢的，而一旦机器性能下降，其

信任水平会快速下降。

• 假设 5：信任最终应当收敛到只和机器性能以及人类偏置相关的稳态数值。

3.2.2 人机信任演化方程及其合理性

1. 信任演化方程
直接获得信任演化函数 𝑓𝜖是困难的，考虑从信任更新的角度入手，为此，进

行一阶泰勒展开：

𝜖(𝑡 + 𝛥𝑡) − 𝜖(𝑡) ≈ ∂𝑓𝜖
∂𝑡 ⋅ 𝛥𝑡 (3.5)
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根据假设 2，∂𝑓𝜖
∂𝑡 和 𝐼 − 𝜖(𝑡)应当是单调增长的关系。Jonker与 Treur [40]指出人类

对于机器的信任变化与影响因素和人类前一时刻信任之差成正比，人机信任领

域的学者对此也是达成了共识。因而本文沿用此观点，选取：
∂𝑓𝜖
∂𝑡 = 𝛼 (𝐼 − 𝜖(𝑡)) (3.6)

其中，𝛼 > 0是待定的系数，代表了信任的更新速率。
根据3.2.1，𝐼 由两部分组成，一部分是机器的表现 𝑃，另一部分是人类的偏

置 𝐵。由于机器在一次表现周期中是出于黑箱状态的，人类对其信任值并不会发
生变化，因此需要离散化处理：

⎧⎪
⎪
⎨
⎪
⎪⎩

𝜖(𝑡) = 𝜖(𝑘), 𝑡 ∈ [𝑡𝑘, 𝑡𝑘+1), 𝑘 ⩾ 0

𝑃 (𝑡) = 𝑃 (𝑘), 𝑡 ∈ [𝑡𝑘, 𝑡𝑘+1), 𝑘 ⩾ 0

𝐵(𝑡) = 𝐵, 𝑡 ∈ [0, ∞)

(3.7)

此外，机器的性能评估既需要考虑历史表现，也需要考虑当前时刻的表现，二者

应该分隔开来，这一点在引言中已有说明。为方便叙述，以 𝑃𝐻 和 𝑃𝑁 分别表示

机器的历史表现和当前表现。根据式(3.5)、式(3.6)和式(3.7)，可以得到：

𝜖(𝑘 + 1) − 𝜖(𝑘)

= 𝛼𝐻 (𝑃𝐻 (𝑘) − 𝜖(𝑘))

+ 𝛼𝑁 (𝑃𝑁 (𝑘) − 𝜖(𝑘))

+ 𝛼𝐵(𝐵 − 𝜖(𝑘))

(3.8)

其中，𝛼𝐻 , 𝛼𝑁 分别表示机器历史表现和当前表现对于信任变化的影响系数，𝛼𝐵

表示人类偏置对于信任变化的影响系数，𝛼𝐻 , 𝛼𝑁 , 𝛼𝐵 > 0，且 𝛼𝐻 + 𝛼𝑁 + 𝛼𝐵 < 1。
𝛼𝐻 的取值如下：

𝛼𝐻 =

⎧⎪
⎪
⎨
⎪
⎪⎩

𝛼+
𝐻 , 𝑃𝐻 (𝑘) − 𝜖(𝑘) > 0

0, 𝑃𝐻 (𝑘) = 𝜖(𝑘)

𝛼−
𝐻 , 𝑃𝐻 (𝑘) − 𝜖(𝑘) < 0

(3.9)

根据假设 4，𝛼+
𝐻 ≠ 𝛼−

𝐻。同理，可得 𝛼𝑁 的取值如下：

𝛼𝑁 =

⎧⎪
⎪
⎨
⎪
⎪⎩

𝛼+
𝑁 , 𝑃𝑁 (𝑘) − 𝜖(𝑘) > 0

0, 𝑃𝑁 (𝑘) = 𝜖(𝑘)

𝛼−
𝑁 , 𝑃𝑁 (𝑘) − 𝜖(𝑘) < 0

(3.10)

其中，𝛼+
𝑁 ≠ 𝛼−

𝑁。

至此，完成了信任演化方程的构建，为了方便后文叙述，将该模型简称为

MPTM（Machine Performance Trust Model）。
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2. 合理性说明
（1） 考虑人机信任的特征

MPTM既包含了人类偏置因素 𝐵，也考虑了机器性能因素 𝑃𝐻 和 𝑃𝑁，因而

符合人机信任的特征 1；同时 MPTM是定量化的动态模型，因而符合特征 2和
特征 3。因此，从人机信任特征的角度出发，MPTM具备合理性。
（2） 考虑人机信任的演化规律
针对假设 1，将式(3.6)代入到式(3.5)中，并且离散化处理，得到：

𝜖(𝑘 + 1) = (1 − 𝛼)𝜖(𝑘) + 𝛼𝐼(𝑘) (3.11)

由于 𝛼 > 0，信任影响因素 𝐼 数值越高，信任水平 𝜖越高，因此MPTM符合假设
1。
针对假设 3，利用式(3.11)进行递推计算得到：

𝜖(𝑘) = (1 − 𝛼)𝑘𝜖(0)

+ 𝛼[(1 − 𝛼)𝑘−1𝐼(0) + (1 − 𝛼)𝑘−2𝐼(1) + ⋯ + (1 − 𝛼)0𝐼(𝑘 − 1)]
(3.12)

可以看出，在任意 𝑘时刻，信任水平 𝜖的计算公式中并未出现 𝑘之后的时刻，因
此MPTM符合假设 3。
针对假设 5，对于 (3.8)，令 𝑃𝐻 (𝑘) = 𝑃𝐻 (𝑘+1) = 𝑃𝐻 , 𝑃𝑁 (𝑘) = 𝑃𝑁 (𝑘+1) = 𝑃𝑁，

可以得到：

𝜖(𝑘 + 1) = (1 − 𝛼𝐻 − 𝛼𝑁 − 𝛼𝐵)𝜖(𝑘) + 𝛼𝐻𝑃𝐻 + 𝛼𝑁𝑃𝑁 + 𝛼𝐵𝐵 (3.13)

迭代计算得到 𝑇 (𝑘)的解析表达式：

𝜖(𝑘) = (1 − 𝛼𝐻 − 𝛼𝑁 − 𝛼𝐵)𝑘𝜖(0)

+ (1 − (1 − 𝛼𝐻 − 𝛼𝑁 − 𝛼𝐵)𝑘)𝛼𝐻𝑃𝐻 + 𝛼𝑁𝑃𝑁 + 𝛼𝐵𝐵
𝛼𝐻 + 𝛼𝑁 + 𝛼𝐵

(3.14)

令 𝑘 → ∞，得到 𝜖𝑠𝑠如下：

𝜖𝑠𝑠 = 𝛼𝐻
𝛼𝐻 + 𝛼𝑁 + 𝛼𝐵

𝑃𝐻 + 𝛼𝑁
𝛼𝐻 + 𝛼𝑁 + 𝛼𝐵

𝑃𝑁 + 𝛼𝐵
𝛼𝐻 + 𝛼𝑁 + 𝛼𝐵

𝐵 (3.15)

可以看出，信任最终收敛到机器性能以及人类偏置加权的定值，说明MPTM符
合假设 5。
在 MPTM构建过程中，直接使用了假设 2和假设 4。至此，MPTM满足了

从假设 1 至假设 5 的各项要求。因此，基于人机信任的演化规律的视角来看，
MPTM模型具有合理性。
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图 3.1 改变 𝛼𝐻 + 𝛼𝑁 之和，信任水平随时间步的变化曲线（𝛼𝐻 = 𝛼𝑁，𝛼𝐵 = 0）

图 3.2 改变 𝛼𝐻 /𝛼𝑁，信任水平随时间步的变化曲线（𝛼𝐵 = 0）

（3） 其他说明
针对不同的 𝛼𝐻、𝛼𝑁，绘制出相应的信任水平变化曲线，分别如图3.1、图3.2所

示。

根据图3.1、图3.2和式(3.15)和可以得出几个重要结论如下：
• 图3.1表明 𝛼𝐻 + 𝛼𝑁 代表了机器性能对于信任水平的影响速度。𝛼𝐻 + 𝛼𝑁 数

值越高，影响速度越快，人机信任水平就能更快的收敛到机器性能。

• 图3.2表明 𝛼𝐻 /𝛼𝑁 代表了不同任务下，人类对于机器历史表现和当前表现的

关注程度。当 𝛼𝐻 > 𝛼𝑁 时，表示人类更关注机器的历史表现，当 𝛼𝐻 < 𝛼𝑁

时，表示人类更关注机器的当前表现。

• 由式(3.15)可以看出，𝛼𝐵 实际上代表了人类的理性程度。当 𝛼𝐵 较小的时

候，说明人类更愿意抛弃掉自己过去对于机器的错误认知，更加注重机器

性能因素；如果 𝛼𝐵 较大，说明人类执着己见，对机器的信任改变较难。当

𝛼𝐵 > 1 − 𝛼𝐻 − 𝛼𝑁 时，说明机器的性能表现已经无法扭转人类的固执偏见，

此时人类已经是不理性的了，由式 (3.14)可以看出，信任模型的稳定性也
不存在，意味着模型失效。

• 至此，所有讨论对于式(3.1)中的映射 𝑓𝑃 没有做出额外的假设，因此即使映
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射 𝑓𝑃 无法显式表达，这些结论依然成立。也就是说，无论是容易计算机器

性能的简单任务，还是机器性能难以直接计算的复杂任务，该演化模型都

是适用的，只是后续的参数化过程会有不同。

3.2.3 人机信任模型参数估计方法

根据式(3.1)中映射 𝑓𝑃 是否可以显式表达，将参数估计方法分成两种。

方法一：若映射 𝑓𝑃 可以显式表达，那么使用最小二乘估计得到式(3.8)的参
数。利用映射 𝑓𝑃 计算得到不同时刻的机器性能评估数值，通过信任自我报告得

到不同时刻的人类对于机器的信任水平。可以使用MATLAB中的非线性最小二
乘估计函数得到参数。

方法二：若映射 𝑓𝑃 无法显式表达，那么使用神经网络来构建由 𝑼 到 𝜖的映
射，该映射即为信任的演化模型，通过梯度下降算法更新演化模型中的参数。映

射 𝑓𝑃 无法显式表达，此时无法直接得到机器性能的评估数值，但是对于具有高

级推理和感知能力的人类来说，机器性能是可以被感知的，只是难以量化输出。

实际上，机器性能 𝑃 由感知状态空间 𝑼 决定，信任水平 𝜖 由式(3.8)决定，可以
看出，由 𝑼 到 𝜖的映射是存在的。而 𝑼 和 𝜖都是可以直接得到的，考虑到神经
网络强大的拟合功能，进而可以利用神经网络来拟合由 𝑼 到 𝜖 的映射，通过梯
度下降算法更新神经网络的参数。需要注意的是，相较于方法一，方法二模型精

准度是不足的，成本更高，需要较多的人机交互数据，对于 𝑼 也需要进行筛选
挖掘。

3.2.4 人机信任模型与无人机竞速场景的耦合关系

无人机竞速场景对于MPTM中的人机信任水平的影响体现在个人偏置和机
器性能两个维度上。在个人偏置层面，人类对无人机竞速环境和机器算法的认

知，即个人对场景的理解和熟悉程度会间接影响他们对机器的信任水平。在机器

性能因素层面，主要考虑无人机在实际飞行竞赛中的具体表现，包括无人机竞速

过程中相对于参考轨道的偏离程度、无人机速度等方面的表现，这些实时数据决

定了机器的性能表现 𝑃，进而影响人机信任水平。更为具体的分析见4.3.2中的单
机竞速下的机器性能计算方法和5.3.1中的多机竞速下的人机信任神经网络。

MPTM对于无人机竞速飞行也会产生影响。这实际上是MPTM在竞速飞行
中的具体应用，是第 4章和第 5章的重点。简单来说，在单机竞速场景中，利用
人机信任分配人机控制权限进而影响无人机飞行；在多机竞速场景中，把人机信

任作为奖励函数一部分去指导无人机的训练，进而影响无人机的决策。
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3.3 人机信任模型验证

3.3.1 场景描述

在现实生活实践中，辅助决策系统（Decision-Aid Systems，DAS）被广泛应
用，涵盖了诸如基于疾病检测的个性化健康推荐系统、用于军事战场潜在威胁识

别的智能辅助机器人等多种领域。其典型的工作流程，如图3.3所示，表现为如
下过程：机器根据具体的任务目标以及实时环境条件，自主产生初步决策结果，

.
.
.

.
.
.

最终
决策

机器决策
交互界面

人类判断

任务环境

图 3.3 DAS流程示意图

并通过人机交互界面将此决策传达给人类决策者。在此互动环节中，尽管机器提

出了相应的建议，但最终的决策权与执行行为仍然牢牢掌握在人类手中，即人类

可以根据机器提供的建议，自主选择采纳或否定。

在本章节中，选取 DAS作为验证对象，基于三个关键理由。第一，DAS的
核心机制在于运用机器学习技术从一系列备选方案中甄选出最佳项，这一过程

实质上可被视为机器学习领域内的一个典型分类问题。鉴于机器学习算法大体

上可分为两大类型：分类算法与回归算法，而回归问题经离散化处理后亦可转

化为特殊形式的分类问题,因此分类算法具有机器学习算法的广泛代表性。第二，
MPTM针对无人机竞速场景的特点，增加了机器当前表现作为机器性能的评估
维度，如果其他场景能够有效刻画机器当前表现，那么MPTM也是适用的。第
三，现有的 DAS的信任模型都未曾考虑机器当前表现，使用 DAS可以更好的体
现融入机器当前表现的信任模型在促进信任匹配方面的优势。
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3.3.2 机器性能评估计算

在 DAS中，机器的历史决策正确与否是已知的，因此直接以机器历史决策
过程中的成功率作为机器的历史表现，记作 𝑃 𝐷𝐴𝑆

𝐻 。对于机器当前表现评估，本

章使用一种类 KNN（K Nearest Neighbors）方法进行计算。
DAS实质上是个分类器，因此机器当前表现实际上就是机器当前决策的准

确程度，也就是分类器预测效果的精确性。当评价分类器预测效果的精确性时，

一个常见做法是参考分类器内建的置信度，例如神经网络模型通过 softmax函数
给出的各类别的概率分布、支持向量机中样本点距离决策边界的空间位置关系

等信息。然而，已有相关研究 [86-87]指出，直接使用模型产生的这类置信度衡量

值可能存在校准不足的问题。即使这些置信度估值已经过有效校准处理，它们的

排名也并不可靠。学术文献 [88-90]的研究案例揭示，高置信度评分与分类结果的

高度可靠性之间不存在必然联系。这意味着分类器自身对于其决策准确性的主

观估计可能存在误差和局限性。

为解决上述问题，一种简单有效的方法是比较机器当前的决策状态与其历

史正确决策状态。这一方法的基本逻辑在于：若机器当前的决策状态相较于历

史正确决策状态更为相近，那么可推断当前机器作出的决策具有更高的正确

可能性。为此，需要将机器过往的决策过程进行整理：对于所有的决策历史记

录 (𝑥𝐷𝐴𝑆
1 , 𝑦𝐷𝐴𝑆

1 )、(𝑥𝐷𝐴𝑆
2 , 𝑦𝐷𝐴𝑆

2 ),...,(𝑥𝐷𝐴𝑆
𝑛 , 𝑦𝐷𝐴𝑆

𝑛 )，其中 𝑥𝐷𝐴𝑆
𝑖 ∈ 𝑋𝐷𝐴𝑆 表示样本，

𝑦𝐷𝐴𝑆
𝑖 ∈ 𝑌 𝐷𝐴𝑆 代表该样本的正确分类，首先根据样本的分类对所有样本进行划

分，为每个 𝑙 ∈ 𝑌 𝐷𝐴𝑆 定义集合𝐻𝑙:

𝐻𝑙 ∶= {𝑥𝐷𝐴𝑆
𝑖 |1 ⩽ 𝑖 ⩽ 𝑛, 𝑦𝐷𝐴𝑆

𝑖 = 𝑙} (3.16)

之后，对于 𝑌 𝐷𝐴𝑆 中的每一个 𝑙，将𝐻𝑙 中的元素组织成一个 KD树 𝐾𝑙。换句话

说，就是将具有相同分类标签 𝑙的所有样本放入同一个集合𝐻𝑙 中，通过构建一

个 KD树结构 𝐾𝑙 来高效存储和索引这些数据。

机器当前决策的性能得分的具体计算方法如下：给定当前任务 𝑥𝐷𝐴𝑆
∗ 以及机

器的决策结果 𝑦𝐷𝐴𝑆
∗ ，考虑决策历史中的所有 KD树 𝐾𝑙，计算 𝑥𝐷𝐴𝑆

∗ 与其最近元

素之间的距离 𝑑𝑙。进而得到距离比值 𝑅∗：

𝑅∗ = min{𝑑𝑙|𝑙 ∈ 𝑌 , 𝑙 ≠ 𝑦𝐷𝐴𝑆
∗ }

𝑑𝑦𝐷𝐴𝑆
∗

(3.17)

其中，𝑑𝑦𝐷𝐴𝑆
∗
表示当前样本与机器决策结果 𝑦𝐷𝐴𝑆

∗ 所对应的 KD树中的最近元素
之间的距离。当 𝑅∗较小时，意味着此时机器决策结果与历史正确决策结果距离

更远，机器犯错的可能性就越高。这里 𝑅𝐷𝐴𝑆
∗ 只考虑了最近的一个分类，而只要
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𝑑𝑙 比 𝑑𝑦𝐷𝐴𝑆
∗
小,都应当纳入计算范围之内，进一步的，定义集合 Q如下：

𝑄 ∶= {𝑑𝑙|𝑑𝑙 < 𝑑𝑦𝐷𝐴𝑆
∗

, 𝑙 ∈ 𝑌 } (3.18)

最终机器当前表现评估分数 𝑃 𝐷𝐴𝑆
𝑁 ：

𝑃 𝐷𝐴𝑆
𝑁 =

⎧⎪
⎨
⎪⎩

𝛴𝑑𝑙∈𝑄 − card(𝑄) ⋅ 𝑑𝑦𝐷𝐴𝑆
∗

if card(𝑄) ≠ 0

𝑅∗ ⋅ 𝑑𝑦𝐷𝐴𝑆
∗

− 𝑑𝑦𝐷𝐴𝑆
∗

if card(𝑄) = 0
(3.19)

其中，card(𝑄)表示 𝑄集合的元素个数。
至此，可以具体的计算 DAS中的历史表现 𝑃 𝐷𝐴𝑆

𝐻 和当前表现数值 𝑃 𝐷𝐴𝑆
𝑁 ，再

通过信任自我汇报得到信任水平，将这些数据带入到式(3.8)中，利用方法一进行
参数化就能够得到 DAS中的MPTM。

3.3.3 实验设置

为了验证人机信任演化模型的有效性，邀请志愿者参与真实的人机交互实

验。实验总体的流程如图3.4所示：首先，机器针对当前分类任务作出决策并通

分类
任务

机器
决策

人机
交互

人类
选择

信任
问卷

系统
反馈

图 3.4 实验总体的流程图

过人机交互界面将结果报告给人类操作员。其次，人类操作员对机器的决策结

果进行评估，并作出最终抉择。接着，操作员完成一份信任度问卷（直接通过键

盘输入信任程度），以此报告他们对机器针对该特定任务决策的信任程度。最后，

系统向人类操作员反馈当前分类任务的正确类别信息。

实验分为两组。第一组信任模型采用本章提出的MPTM，志愿者可以通过交
互界面接收机器的历史表现 𝑃 𝐷𝐴𝑆

𝐻 和当前表现 𝑃 𝐷𝐴𝑆
𝑁 ；第二组信任模型采用 Hu

et al. [30]提出的信任模型作为对照，该模型与 MPTM 相比只考虑了机器历史表
现，没有对机器的当前表现进行评估，志愿者只能通过界面接收机器的历史表现

𝑃 𝐷𝐴𝑆
𝐻 ，将该模型记为 BTM（Baseline Trust Model）。每组均进行 70次测试，前

50次试验结果作为拟合数据得到信任模型的参数，后 20次试验则用于验证该模
型的预测效果。

以下是实验内容的具体设置：

• 分类任务：选用的是 scikit-learn 公开数据集中的“Digits”分类任务（如
图3.5所示）。这是一个用于手写数字识别的经典数据集，共包含 1797张图
像 [91]。
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图 3.5 Digits数据集

• 机器分类算法：朴素贝叶斯算法。在训练阶段，利用数据集前 200个样本
进行训练，使得朴素贝叶斯算法的准确率在 60%至 85%之间波动。

• 机器当前表现评估算法初始化的数据集：机器分类算法训练时使用到的
200个样本及其对应的正确分类标签。

• 人机交互实验中，排除了预先训练使用的 200个样本，从剩余的数据集中
随机抽取 70个样本进行测试。

• 在人机交互实验开始之前，向志愿者提供了关于所采用的机器决策算法类
型、机器决策的准确率、机器性能估计的重要意义以及人机系统力求在最

短时间内做出正确决策的目标等相关背景信息。

3.3.4 实验结果与分析

本节从信任模型的预测表现和人机系统的整体表现两个角度给出实验结果

与分析。

1. 信任模型的预测表现与分析
MPTM的信任实际值和模型预测值如图3.6所示，对照组的信任实际值和模

型预测值如图3.7所示。
此外，使用平均绝对值误差（Mean Absolute Error，MAE）和均方根误差（Root

Mean Square Error,RMSE）用来定量衡量预测效果，具体计算方法如下：

MAE = 1
𝑛

𝑛

∑
𝑘=1

|𝜖(𝑘) − ̂𝜖(𝑘)| (3.20)

RMSE =
√√√
⎷

1
𝑛

𝑛

∑
𝑡=1

(𝜖(𝑘) − ̂𝜖(𝑘))2 (3.21)

其中， ̂𝜖(𝑘)表示 𝑘时刻信任的预测值。MPTM和 BTM的预测误差指标的结果如
表3.1所示。
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表 3.1 MPTM和 BTM的预测误差指标

信任模型 MAE RMSE

MPTM 4.47 6.12

BTM 4.75 6.37

图 3.6 MPTM的信任实际值和预测值

此外，在 DAS中，人类决策作为人机交互体系中的决定性环节，信任模型
的有效性也需要通过其对人类决策行为的预测效果进行验证与评估。因此构建

“信任-动作”的映射模型，这里采用文献 [41]中提出的逻辑回归算法来实现。该

算法可以将信任值映射到离散动作发生的概率上，并且选择概率最大的动作值

作为预测结果。在本文中，我们用数字 1表示人类接受机器决策，用数字 0表示
人类拒绝机器决策。两组实验获得信任预测值之后，输入到“信任-动作”模型
中，结果分别展示在图3.8和图3.9中。
根据图3.6和图3.7，MPTM的信任实际值在 0到 85之间波动，对照组的信任

实际值在 50-80之间波动；MPTM中的 MAE与 RMSE数值均小于对照组 BTM
的数值。相较于对照组，尽管MPTM的信任水平波动更强烈，但其预测的均方
误差依然能够减小。

根据图3.8和图3.9，在总共 20次实验中，利用MPTM获得的信任水平成功
预测人类决策有 19次，仅有一次误差，且此时 0和 1的概率仍处于同一数量级。
相比之下，对照组仅正确预测了 16次。MPTM模型的预测错误率为 5%，而对
照组的错误率为 20%。
可以看出，MPTM的信任水平的波动更强烈，有两点原因。首先，MPTM与
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图 3.7 对照组（BTM）的信任实际值和预测值

图 3.8 MPTM的人类行为预测效果

对照组都接受了机器历史表现 𝑃 𝐷𝐴𝑆
𝐻 ，MPTM中人类操作员则额外感知了机器当

前表现 𝑃 𝐷𝐴𝑆
𝑁 ；𝑃 𝐷𝐴𝑆

𝐻 是机器总体的准确率，正常情况下较为平稳，波动幅度不

大，而 𝑃 𝐷𝐴𝑆
𝑁 对于不同的任务图片而言，其数值是不相同的。其次，人类对于机

器当前表现更为关注，使得人机信任水平与机器当前表现的联系更为密切。

此外，MPTM的信任数值预测均方误差更小，并且对于人类动作预测的错
误率更低，这是因为MPTM减少了人类自我信任评估和人类决策过程中的随机
性。𝑃 𝐷𝐴𝑆

𝐻 一直较为平稳，给人类的感知刺激的变化较小，人类在输出自身的信

任水平时，对于 𝑃 𝐷𝐴𝑆
𝐻 的关注度就会不足，进而间接的增加了其他随机因素的干

扰程度（比如人类的工作时间、疲劳程度等）；𝑃 𝐷𝐴𝑆
𝑁 变化较大，增加了人类对
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图 3.9 对照组（BTM）的人类行为预测效果

其的关注程度，引导人机信任与之跟随，因此减小了其他随机因素的干扰。人类

决策过程也是相同的道理。在这两种信任模型中，随机因素并没有被建模，因此

随机因素干扰小的信任模型就会获得更好的预测效果。

上述实验结果和分析有效的验证了MPTM的预测性能，证明了引入机器当
前表现是十分必要的，能够促进人机信任与机器性能之间的匹配。一方面，从原

理上来说，MPTM的信任水平的波动更强烈，证明MPTM可以有效的增加人类
对于机器的认知，促进了人机信任与机器性能之间的匹配，使得MPTM预测性
能更好。人类操作者在与机器合作过程中，信任之所以波动，是因为人类感知到

机器可能会出错进而降低信任水平，或者感知到机器可能决策正确进而提高信

任水平。而人类感知的信息正是来源于 MPTM中的 𝑃 𝐷𝐴𝑆
𝑁 和 𝑃 𝐷𝐴𝑆

𝐻 ，并且这类

信息在后续协作中得到了检验而获得人类认可，否则人类会忽视此类信息。另一

方面，从结果上来看，MPTM信任预测模型实现了均方误差和平均绝对误差都
有小幅降低，且人类动作预测错误率下降 15%，这有力地证明了该模型在信任
水平预测以及人类动作预测两方面均有提升。

2. 人机系统的整体表现与分析
人机系统的整体表现的计算方法：若机器决策正确且人类选择采纳，或者机

器决策错误且人类选择否定，此时记作人机系统正确决策一次；若机器决策正确

且人类选择否定，或者机器决策错误且人类选择采纳，此时记作人机系统错误决

策一次。

由于对照组和实验组执行的分类任务是随机选择的，因此并非完全相同，这

里采用的评估标准是比较人机系统总体性能与机器单独性能之间的差异。依照

上述方法，统计前 50 次实验中，MPTM 和对照组的正确率变化曲线，结果如
图3.10所示，所有实验完成后最终的准确率如表3.2所示。
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图 3.10 系统整体的准确率比较

表 3.2 MPTM和 BTM的系统最终表现（准确率）

信任模型 人机系统的准确率
(%)

只有机器的准确率
(%) 差值 (%)

MPTM 88 62 26

BTM 58 74 -16

根据图3.10和表3.2，在 MPTM模型中，人机系统的整体性能超过了机器单
独运行时的性能，最终准确率提升了 26个百分点；而在对照组中，人机系统的
整体性能比机器单独运行还要差，最终准确率的差值为-16，这说明人类的引入
反而使得人机系统整体性能下降了。

上述两种模型中，人机系统整体表现的差异的本质原因在于 BTM中信任水
平和机器水平不能保证实时匹配；而MPTM由于考虑了机器当前表现，因而更
能促进信任的匹配。为了更为具体的说明，绘制三种曲线：机器决策结果曲线

（其中 1代表机器做出正确决策，0代表错误决策），人类执行结果曲线（其中 1
表示人类采纳了机器决策，而 0表示人类否定了机器决策），将机器决策结果与
人类决策结果进行同或运算得到人机系统的决策曲线（之所以是同或运算，是

因为：人机系统表现好意味着即机器做出正确决策的时候，人类应当选择执行，

机器做出错误决策的时候，人类应当选择否决；反之为表现差）。通过这些曲线，

可以直观地对比和分析两组实验中人机协作的效果差异。在最初的 25次实验中，
绘制MPTM和对照组 BTM的三种曲线，如图3.11和图3.12所示。
在对照组 BTM中，人类对于机器表现的认知存在滞后现象，导致人机整体

性能显著下降。在图3.11中，红色方框内是决策发生改变的时期，能够明显的观
察到，人类决策的改变比机器决策改变慢一个时间步左右，存在滞后。当机器的

决策结果发生变化时，人类相应地会倾向于调整自己的决策：例如，当机器从做
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时间步

机器
决策

人类
选择

系统
表现

低性能区
低性
能区

图 3.11 BTM中的三种曲线：机器决策曲线、人类行为曲线、DAS性能曲线

时间步

机器
决策

人类
选择

系统
表现 无低性能区 无低性能区

图 3.12 MPTM中的三种曲线：机器决策曲线、人类行为曲线、DAS性能曲线

出正确决策转向错误决策时，人类往往会在下一个任务中拒绝执行机器的决策。

相反，当机器从做出错误决策转向正确决策时，人类则倾向于在下一个任务中

执行机器的决策。然而，问题在于，机器的决策结果变化只存在于历史层面，但

人类的决策变化却发生在当下，导致滞后效应。当机器的决策结果周期性地交

替（在正确与错误之间震荡），人类对机器的信任程度也随之在过度信任和缺乏

信任之间波动，导致人机整体性能显著下降。正如图3.11中的第三条曲线，总体
人机低性能时期恰恰对应着机器决策结果震荡的阶段。

滞后现象的根本原因是，在对照组中，缺少机器当前表现的实时反馈。机器

的历史准确率变化较小，使人难以准确评估机器当前的真实能力。因此，人类严

重依赖于机器先前的决策结果来进行判断，从而产生认知偏差。在MPTM模型
中，人决策与机器决策结果之间没有观察到滞后现象。因此，尽管MPTM中机
器的决策结果也可能表现出波动性，但引入了机器当前表现 𝑃 𝐷𝐴𝑆

𝑁 ,人类能够实
时跟踪这些波动，进而减少认知偏差。其结果是，人与机器之间的信任水平保持

在一个良好匹配的适宜状态。

上述实验结果，说明了MPTM通过引入机器当前表现，提升了人对于机器
决策的认知水平，保证了人机信任是匹配的，进而提升了人机系统整体的性能。
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由此可见在人机信任模型当中，引入当前表现的必要性。

3.4 本章小结

本章考虑到机器当前表现对于无人机竞速中的人机信任的重要影响，针对

现有信任模型中缺少对于机器当前表现的刻画的问题，以机器历史表现和机器

当前表现作为信任影响因素构建信任演化模型 MPTM。通过辅助决策系统验证
了MPTM是有效的，能够促进人机信任水平和机器性能之间的匹配。
在后续的第 4章和第 5章中，会根据使用场景不同将本章提出的MPTM进

一步具体化，用于无人机竞速飞行的优化设计。
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第 4章 基于人机信任的单机竞速策略

考虑到在单机竞速场景中存在的阵风等不确定性因素导致无人机竞速效果

不佳的问题，本章在第 3章所提出的信任模型基础之上，提出一种基于人机信
任的单机竞速共享控制策略。首先，设计无人机MPC竞速算法；其次，考虑人
类在介入过程中可能存在误触的问题，设计人类失误检测模块来判断是否误触，

提高人类容错率；之后，将第 3章中的MPTM进一步具体化，把人机信任作为
仲裁依据来分配人机共享控制权限；最后，在实验平台中进行方法验证，所提方

法可以有效增加无人机的竞速飞行效果，同时减轻人类的工作量，提升人类容错

率。

4.1 引言

针对竞速场景中存在的阵风等不确定性因素导致无人机竞速效果不佳的问

题，人机共享控制是有效的解决方案。人类和机器不同的特性决定了人类可以有

效弥补机器本身的不足，而人类操作者干预无人机飞行有两种选择：介入控制和

共享控制。介入控制主要为了防止人机系统发生不可接受的后果，其目的是系统

的稳定和安全 [16]，例如无人机遇到突发问题，机器决策模块直接失效，即将撞

击地面，此时人类直接介入，机器没有任何权限。共享控制则是以系统的优化为

主，其目的是提升系统的性能 [76]，机器和人的地位相同，无优先级之分。本章

所考虑的是单机竞速算法中存在的飞行效果不佳的问题，并非类似机器决策模

块失效的极端情况，其目的是为了提升无人机的飞行效果。此外，人类尽管具有

更高级的观察能力和思维能力，也就是具有更高级的策略，但是其执行能力并不

一定超越机器，一个典型的例子便是人类有可能出现误触等行为 [79]，这意味着

人类的具体操作行为也并非最优，因而机器的决策和人类的决策应当放置在同

等地位。综上所述，共享控制显然是在本章所讨论的情境下，最合适的人类干预

方式。

在无人机共享控制中，人和机器的控制权限应当是动态分配的，否则人类需

要持续关注人机系统并且做出相应的干预行为，这往往需要较大的工作量，同时

对于人类的容错率要求极高。当人和机器的控制权限固定时，如果无人机自主飞

行效果较好，那么人类应当避免自身的干预；而当无人机自主飞行效果较差时，

此时人类需要持续的增加人工干预。如果人类在无人机自主飞行效果较好时仍

然施加大量的干预，由于权限固定，此时人类权限并没有减小，人类操作会对无

人机产生较大的影响，就可能会导致无人机偏离既有轨道，造成后续飞行效果持
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续变差；同理，当无人机自主飞行效果较差时，此时人类权限并没有扩大，因此

需要付出更多的干预努力，才能纠正无人机的行为。在这个过程中，可以看出，

人类操作员需要时刻关注自主飞行的无人机并且采取适当的行为，不能有差错。

基于人机信任动态分配控制权限是合理的，可以有效的提升人类容错率，降

低人类工作量。对于人和机器的控制权限的动态分配，可以确定的是，机器的控

制权限应当和机器性能高度关联 [78]，即机器权限是机器性能的递增函数。然而，

只考虑机器性能依然难以明确性能与权限之间的具体关系，无法得到某一机器

性能下的具体权限数值。而上述困难的本质原因在于缺少了对于人类决策的考

虑，即权限分配应当同时考虑机器决策和人类决策，理想情况下，当机器性能等

于人类的能力时，二者各得一半的权限。人机信任则为二者之间架起了桥梁。从

MPTM中可以看出，信任不仅仅和性能 𝑃 相关，也和影响系数 𝛼相关，而 𝛼便
包含了人类自身的因素。比如当人类看到机器性能强于其自身能力，那么就会偏

向于提高对该机器的信任水平，换句话说，在人机共享控制过程中，人类对于机

器的信任必然会受到人类自身能力的影响。因而使用信任作为权限分配依据比

只使用机器的性能更具有合理性。当信任水平较高时，降低人类权限，此时即使

人类给予干预，对于系统的影响也比较小，人类不用“小心翼翼”；当信任水平

较低时，增加人类权限，此时人类可以耗费较小的努力进而迅速调整无人机的飞

行。这样便实现了人类操作者容错率的提升和工作量的下降。

综上所述，针对上述问题，本章提出了基于人机信任的单机竞速共享控制方

法。一方面对人类操作是否失误进行检测，避免操作失误对于系统的不利影响；

另一方面以人对于机器的信任水平作为权限动态分配依据，提升无人机竞速飞

行效果，同时提升人类的容错率，降低人类工作量。

本章结构安排如下：4.2节给出了单机竞速场景的建模以及无人机参考轨迹
规划方法，给出问题描述；4.3节给出了基于人机信任的共享控制算法，包括机
器决策算法，人类失误检测，人机仲裁机制等；4.4节给出了相关的实验结果和
分析，具体有：实验平台、实验配置、消融实验；最后4.5节给出了本章研究内容
的总结。

4.2 单机竞速场景描述

4.2.1 竞速场景

竞速场景如图4.1所示：有起点和终点，起点和终点之间具有不同标号的门
框，标号代表门的顺序。门具有一定的厚度和朝向，门框是实体的，无人机碰到

门框后无法穿越，门的形状是正方形。除了地面和门之外，没有其他实体的赛道

边界，无人机可以自由飞行。此外，无人机可以通过 GPS获得自身的位置以及
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门的位置信息。人类操作员可以通过地面端向无人机发送控制指令。

终点

起点

图 4.1 单机竞速环境：箭头表示门的朝向，数字表示门的顺序

无人机的任务是：从初始点起飞，尽可能的花费少的时间，按照门的顺序依

次穿过，最终到达终点处。无人机完成任务的成功情形和失败情形分别如图4.2所
示。

(a)成功：按序穿过所有门，并到达终点 (b)失败：漏门或反穿门

反穿门

漏门

图 4.2 单机竞速中，竞速失败和成功情形

4.2.2 参考轨迹规划

尽管竞速场景中仅包含门框和地面，没有实体物理障碍和清晰界定的赛道

边界，然而，确定一条轨迹作为虚拟的轨道仍然具有重要意义：一方面，无人机

在飞行过程中所产生的路径本身就构成了一条空间轨迹；另一方面，确定一条直

观且较优的参考轨迹对于后续设计控制方法是必不可少的。

参考轨迹应当过门的中心，且参考轨迹在门中心的切线方向与门的朝向一

致。对于依序的第 𝑖个门，其中心坐标为 𝒑𝑔
𝑖 = (𝑥𝑖, 𝑦𝑖, 𝑧𝑖)，定义门的朝向 𝑮𝑖：门

所在平面的单位法向量 (𝑔𝑥, 𝑔𝑦, 𝑔𝑧)，该法向量需要满足：

𝑮𝑖
𝑇 (𝒑𝑔

𝑖+1 − 𝒑𝑔
𝑖 ) > 0 (4.1)

由于无人机完成任务时必须依序穿过所有的门，那么所有门都应当在参考轨迹

附近，由于无人机具有一定的体积，因此当门的中心坐标恰好落在参考轨迹上，
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无人机撞门的概率最小；当参考轨迹在门中心的切线方向与门的朝向一致时，此

时无人机穿门的空间最大，恰好是门的面积。

依照上述分析，利用分段插值获得参考轨迹。以门的位置 𝒑𝑔
𝑖 = (𝑥𝑖, 𝑦𝑖, 𝑧𝑖)作

为插值数据点，门的朝向 𝑮𝑖 = (𝑔𝑥, 𝑔𝑦, 𝑔𝑧)作为数据点处的切线方向向量。在每
个相邻数据点 𝒑𝑔

𝑖 和 𝒑𝑔
𝑖+1之间，使用如下形式的三次多项式进行插值：

𝒍𝑖(𝜇) =
⎡
⎢
⎢
⎢
⎣

𝑥𝑖(𝜇)
𝑦𝑖(𝜇)
𝑧𝑖(𝜇)

⎤
⎥
⎥
⎥
⎦

=
⎡
⎢
⎢
⎢
⎣

𝑎11 𝑎12 𝑎13 𝑎14

𝑎21 𝑎22 𝑎23 𝑎24

𝑎31 𝑎32 𝑎33 𝑎34

⎤
⎥
⎥
⎥
⎦

⎡
⎢
⎢
⎢
⎢
⎢
⎣

1
𝜇
𝜇2

𝜇3

⎤
⎥
⎥
⎥
⎥
⎥
⎦

(4.2)

其中 𝜇是插值参数，取值范围为 [0, 1]，𝑥𝑖(𝜇), 𝑦𝑖(𝜇), 𝑧𝑖(𝜇)是关于参数 𝜇的三个分
量函数，𝑎11, 𝑎12, ..., 𝑎34是待求的插值系数。

为了确定每个插值段的系数，需要利用以下条件：

𝒍𝑖(0) = 𝒑𝑔
𝑖

𝒍𝑖(1) = 𝒑𝑔
𝑖+1

𝑑
𝑑𝜇 𝒍𝑖(𝜇)|𝜇=0

= 𝑮𝑖

𝑑
𝑑𝜇 𝒍𝑖(𝜇)|𝜇=1

= 𝑮𝑖+1

(4.3)

求解上述线性方程组，可以得到插值的系数，进一步整理得到插值多项式如下：

𝒍𝑖(𝜇) = [𝒑𝑔
𝑖 , 𝑮𝑖, 𝒑𝑔

𝑖+1, 𝑮𝑖+1]

⎡
⎢
⎢
⎢
⎢
⎢
⎣

2𝜇3 − 3𝜇2 + 1
𝜇3 − 2𝜇2 + 𝜇

−2𝜇3 − 3𝜇2 + 1
𝜇3 − 𝜇2

⎤
⎥
⎥
⎥
⎥
⎥
⎦

(4.4)

最后，将所有相邻插值段的插值曲线连接起来，就可以构建整条参考轨迹如

图4.3所示。
为了方便后续算法设计，将所有插值曲线形成的轨迹记为 𝒍：

𝒍 ∶ [0, 𝑙𝑠] −→ ℝ3 (4.5)

其中，𝑙𝑠等于所有插值数据点的个数减一，𝒍(0)表示无人机的起点，𝒍(𝑙𝑠)表示无
人机的目标终点，这是一条光滑可导的曲线。
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参考轨道

图 4.3 参考轨迹

4.3 基于人机信任的共享控制算法设计

整体的共享控制算法框架如图4.4所示。机器通过模型预测控制（Model Pre-
dictive Control，MPC）给出无人机控制指令。人类时刻注意无人机的竞速状态，
并且给出自身的控制指令。机器指令和人类指令输入到仲裁模块，仲裁模块会检

测人类是否操作失误，若无失误，则根据信任模型获得信任值，并且基于信任值

分配机器和人类的控制权重，给出最终的无人机控制指令。无人机的底层控制算

法执行控制指令，实现竞速飞行。

需要注意的是：在单机竞速环境下，外部环境对无人机来说是相对静止不变

的，导致无人机的行动策略变化不大。当涉及到人机协作时，尽管图像传输等过

程中存在的细微时间延迟可能会在操作策略的执行时间与频率上产生微小差异，

但这些差异对竞速效果的性能影响甚微。因此，通常没有必要实施特别的干预措

施来应对这类延迟问题。

机器

人类

权限分配

信任模型

失误检测

决
策
层

仲
裁
层

机器
策略

人类
策略

竞速飞行

最终
决策

UAV
速度

竞速
状态

执
行
层

图 4.4 单机竞速共享控制框架

4.3.1 基于 MPC的自主竞速规划

MPC是一种用于动态系统的控制策略，具有滚动优化的特性，因而适用于
高动态的无人机竞速场景。MPC通过在一个有限的预测时间内优化控制序列来
解决控制问题，其工作过程分为三步：
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• 控制对象建模和定义控制目标：用状态空间模型描述系统的动态行为用于
预测系统在未来时刻的行为。定义控制器的目标，包括性能指标以及特定

约束条件。

• 优化控制序列：观测系统当前状态，使用系统模型和当前状态估计来预测
未来一段时间内系统的状态。在预测的时间范围内，通过解决一个优化问

题来计算最优的控制输入序列。优化问题的目标是控制器的目标，同时满

足系统的动态约束和输入约束。

• 滚动优化：从优化结果中选择第一个控制输入，并将其应用于系统。系统
随后前进到下一个时间步，根据系统的测量输出更新状态估计，在下一个

时间步骤中重新开始预测和优化过程，不断更新控制输入，实现良好的控

制性能。

依照上述MPC的工作过程，可以给出无人机中的MPC的设计。
首先给出无人机的动态模型。仅考虑高级控制策略，不考虑无人机底层的

执行过程，因而采用式(2.3)运动学方程。无人机姿态的变化主要影响无人机的视
角，对于通过视觉获得门位置的场景来说，需要进行姿态控制；而这里无人机可

以通过 GPS获得门的位置信息，因此无人机的姿态变化对于穿门影响较小。因
此，为了方便后续优化设计，不妨通过姿态控制使无人机姿态角和世界坐标系始

终保持一致，此时 𝑹 为单位阵，𝑾 = 𝟎，式(2.3)进一步的简化为质心运动学方
程：

̇𝒑 = 𝒗 (4.6)

接下来给出MPC中无人机飞行的目标函数。由于是竞速问题，如果无人机
沿着参考轨道 𝒔走的路程越大，意味着此时无人机距离终点越近。但是无人机不
可能完全按照参考轨迹飞行，为此，给出 𝜇𝑚的定义如下：

𝜇𝑚(𝒑) = arg min
𝜇

1
2‖𝒍(𝜇) − 𝒑‖2 (4.7)

式(4.5)的含义就是从参考轨迹中找出一个离无人机最近的点，该点定义为无人
机在参考轨道的位置，记为轨道中心点，其参数就是 𝜇𝑚，几何解释如图4.5所示。
𝜇𝑚越大，意味着无人机离终点越近。因此，𝜇𝑚(𝒑)就是MPC的优化目标。
最后需要考虑无人机在飞行过程中的约束条件。无人机在飞行过程中，需要

不断穿门，而门中心在参考轨迹处，因此，无人机任意时刻的位置距离参考轨迹

的偏离不应过大，需要满足下式：

2 ‖𝒍(𝜇𝑚(𝒑)) − 𝒑‖2 < 𝑤𝐺 (4.8)

其中，𝑤𝐺 表示门内框的宽度。
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�

�(�)

图 4.5 轨道最近点

受限于无人机本身的动力系统和外界环境（比如电池最大输出功率、空气阻

力等），无人机本身的速度存在上限：

‖𝒗‖2 ⩽ 𝑣𝑚 ∈ ℝ+ (4.9)

其中,𝒗表示无人机的速度，𝑣𝑚表示无人机的速度上限。

无人机的电机存在着最高转速限制，且无人机的最大推力过大也可能导致

无人机不平衡，因此无人机的加速度也有上限：

‖ ̇𝒗‖2 ⩽ 𝑎𝑚 ∈ ℝ+ (4.10)

其中，𝑎𝑚表示无人机的加速度上限。

此外，式(4.6)已经构成了一个等式约束。
考虑预测未来𝑁 个时间步，按照采样时间 𝛥𝑡将上述所有等式和不等式离散

化。定义序列 𝝀 = (𝒑1, 𝒑2, ..., 𝒑𝑁 , 𝒗1, 𝒗2, ..., 𝒗𝑁 )，可以表示成如下优化问题：

max
𝝀

𝜇𝑚(𝒑𝑁 ) (4.11a)

s.t 𝒑𝑘 = 𝒑𝑘−1 + 𝒗𝑘 (4.11b)

2 ‖𝒍(𝜇𝑚(𝒑𝑘)) − 𝒑𝑘‖2 < 𝑤𝐺 (4.11c)

‖𝒗𝑘‖2 ⩽ 𝑣𝑚 (4.11d)

‖𝒗𝑘 − 𝒗𝑘−1‖2 ⩽ 𝑎𝑚 (4.11e)

式 (4.11a)并不是 𝝀的显式表达式，无法直接使用优化器求解。为此，设上一次
迭代优化得到的终端位置为 𝒑𝑁

𝑚 ,将 𝜇𝑚(𝒑𝑁 )在 𝒑𝑁
𝑚 处一阶泰勒展开，得到：

𝜇𝑚(𝒑𝑁 ) ≈ 𝜇𝑚(𝒑𝑁
𝑚 ) + d𝜇𝑚

d𝒑𝑁 |𝒑𝑁
𝑚

(𝒑𝑁 − 𝒑𝑁
𝑚 ) (4.12)

舍去其中常值部分，将曲线 𝒍在 𝜇𝑚 处线性化，其方向为 𝒍在 𝜇𝑚 的单位切向量，

记为 𝝉 ，可以看出：
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d𝜇𝑚
d𝒑𝑁 = 𝝉𝑇 (4.13)

将式(4.13)代入到式(4.11)中，得到最终的优化问题如下：

max
𝝀

𝝉𝑇 𝒑𝑁 (4.14a)

s.t. 𝒑𝑘 = 𝒑𝑘−1 + 𝒗𝑘 (4.14b)

2 ‖𝒍(𝜇𝑚(𝒑𝑘)) − 𝒑𝑘‖2 < 𝑤𝐺 (4.14c)

‖𝒗𝑘‖2 ⩽ 𝑣𝑚 (4.14d)

‖𝒗𝑘 − 𝒗𝑘−1‖2 ⩽ 𝑎𝑚 (4.14e)

式(4.14)是一个典型的凸优化问题，这里使用 cvxpy凸优化函数库进行求解。

4.3.2 基于人机信任的仲裁策略

1. 单机竞速下的机器性能计算方法
在第 3章中，构建了基于机器历史性能和当前性能的信任模型 MPTM，因

此需要给出在单机竞速场景下的性能计算方法才能得到MPTM的具体参数。
机器的历史性能 𝑃 𝑆

𝐻：考虑 𝑛个时间步长，计算每个时间步长的轨迹偏移量，
将其累加起来作为 𝑃 𝑆

𝐻。具体计算方法如下：

𝑃 𝑆
𝐻 (𝑘) =

𝑛

∑
𝑗=1

−‖𝒍(𝜇𝑚(𝒑𝑘−𝑗)) − 𝒑𝑘−𝑗‖2 (4.15)

当无人机偏离轨道较远时，意味着无人机和门框相撞的概率增大，甚至于会漏掉

门，导致任务直接失败，即使无人机能够及时返回到轨道中心，也耗费了更多的

时间。因此将一段时间内轨道偏移累积量作为历史性能评估是合理的。

对于机器的当前性能 𝑃 𝑆
𝑁 的评估，应该考虑两个角度：一是无人机向轨道中

心靠近的速度，靠近的越快，性能越好；二是无人机沿着轨道行进的速度，行进

的越快，性能越好。由此，给出 𝑃 𝑆
𝑁 定义如下：

𝑃 𝑆
𝑁 (𝑘) = 𝑃 𝑆

𝑁 (𝑘)1 + 𝑃 𝑆
𝑁 (𝑘)2

= (𝝉𝑇 𝒗𝑘𝝉 − 𝒗𝑘)𝑇 (𝒍(𝜇𝑚(𝒑𝑘)) − 𝒑𝑘)
‖𝒍(𝜇𝑚(𝒑𝑘)) − 𝒑𝑘‖2

+ 𝝉𝑇 𝒗𝑘
(4.16)

式(4.16)有两部分，第一部分中的 (𝝉𝑇 𝒗𝑘𝝉 − 𝒗𝑘)𝑇 (𝒍(𝜇𝑚(𝒑𝑘)) − 𝒑𝑘)表示的是无人机
指向轨道中心的速度向量与无人机指向轨道中心位置向量之间的内积。当无人

机当前状态是逐渐接近轨道中心时，𝑃𝑁𝑆(𝑘)1为正数，接近的速度越快，𝑃𝑁𝑆(𝑘)1
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的数值越高；当无人机当前状态是逐渐远离轨道中心时，𝑃𝑁𝑆(𝑘)1为负数，远离

的速度越快，𝑃𝑁𝑆(𝑘)1的数值越低。第二部分 𝑃 𝑆
𝑁 (𝑘)2 = 𝝉𝑇 𝒗𝑘是无人机速度与轨

道中心点的切向量的内积，代表着无人机沿着轨迹飞行的表现。当无人机沿着轨

迹飞行越快，𝑃 𝑆
𝑁 (𝑘)2数值就越高，当无人机出现后退现象时，此时 𝑃 𝑆

𝑁 (𝑘)2已经

为负值。因此，通过式(4.16)计算机器当前性能是合理的。
根据上述讨论，可以看出单机竞速场景下，机器的历史性能 𝑃 𝑆

𝐻 与机器的当

前性能 𝑃 𝑆
𝑁 都是标量，并且数值越大，意味着机器表现越好，满足第 3章中对于

机器性能的所有设定要求，因而使用式(4.15)和式(4.16)来构建MPTM是可行的。
在获得人机信任汇报之后，通过3.2.3中的方法一获得参数估计值。

2. 人类操作失误检测设计
人类操作者在通过交互界面干预无人机飞行的时候，可能存在着操作失误

的现象。这里的失误是指人类操作者在执行层的失误，不考虑人类操作者策略

层的失误，即人类所希望执行的飞行命令和人类实际干预时执行的命令的不同。

例如人类操作者本想让无人机向左飞行，由于紧张或者不熟练等因素，错给成了

向右的飞行指令；或者由于分心等原因，人类手指误触按键，导致无人机接受飞

行指令。

人类操作失误会使得人类的干预对于人机系统而言是负作用，使得无人机

的整体飞行效果大大降低。当机器操控无人机在既定轨道平稳飞行时，如果无人

机接收到人类操作者的误触飞行指令，那么便会偏离轨道，耗费整体的竞速时

间。此外，如果无人机在轨道转弯时，机身会倾斜，飞行迎风面积变大，外界干

扰增加，此时人类的误触指令可能会使得无人机失去稳定性，发生撞门等现象。

因此，需要检测人类操作是否失误，进而消除人类给人机系统带来的负面作用，

提升整体的飞行表现。

通过预测人类操作员飞行指令所生成的无人机轨迹，并且判断该轨迹是否

安全和合理，以此检测人类的失误操作。在辅助驾驶领域，有许多面部识别等方

法帮助检测人类驾驶员是否分心，进而判断驾驶员的动作风险。然而，在无人机

竞速飞行场景中，无人机的机载计算资源是紧张的，这使得通过面部识别来检测

人类是否操作失误是难以实现的。因此，一个更为直接的方法是检测人类控制

输入的有效性。具体做法是：考虑人类的控制指令 𝑎ℎ，将其输入到无人机的运

动学模型中，利用式(2.3)预测无人机的未来一个时间步的速度和位置，分别记为
𝒗′(𝑎ℎ)和 𝒑′(𝑎ℎ)，定义人类操作失误分数 𝜂(𝒗′(𝑎ℎ), 𝒑′(𝑎ℎ))和失误判别指标 𝛿(𝑎ℎ)
如下：

𝛿(𝑎ℎ) = sgn(𝜂(𝒗′(𝑎ℎ), 𝒑′(𝑎ℎ)))

= sgn((𝒗0 − 𝒗′(𝑎ℎ))𝑇 (𝒍(𝜇𝑚(𝒑′(𝑎ℎ)) − 𝒑′(𝑎ℎ) − 𝝉)))
(4.17)

其中，𝒗0表示无人机当前的速度。式(4.17)表示的含义是：当人类的控制输入使
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得无人机飞行的预测表现超过当前表现时（由于仅考虑一个时间步长，这里的

预测表现通过式(4.16)计算），𝜂 为负值，此时 𝛿 = −1,表明人类正常干预；反之
𝛿 = 1，说明此时人类操作失误。

3. 基于信任的权限分配策略
在单机竞速过程中，人类和机器都会产生控制决策，此时需要一个仲裁机构

来确定最终的控制决策。仲裁机构的输入是人类决策 𝑎ℎ和机器决策 𝑎𝑚，输出是

最终决策 𝑎𝐹：

𝑎𝐹 = 𝜌(𝑎ℎ, 𝑎𝑚) (4.18)

其中，𝜌( ⋅ )表示仲裁函数。
如果人类操作员没有干预或者操作失误时，此时不考虑人类控制输入，那么

机器应当获得无人机的所有控制权限，即 𝑎𝐹 = 𝑎𝑚。

如果人类操作员正常干预，此时 𝑎𝐹 应当既有人类指令部分，也有机器指令

部分。在现有的共享控制研究中，基本上都是使用线性加权的方式得到最终决

策，因此这里也同样采用线性加权方式得到最终决策 𝑎𝐹：

𝑎𝐹 = 𝜌(𝑎ℎ, 𝑎𝑚)

= 𝜎 ⋅ 𝑎𝑚 + (1 − 𝜎) ⋅ 𝑎ℎ
(4.19)

其中，𝜎表示机器的权重分配系数。由本章引言可知，𝜎应当是与人类对于机器
的信任水平 𝜖的标量函数，定义如下：

𝜎 ∶ 𝜖 −→ ℝ (4.20)

确定 𝜎(𝜖)的具体形式是权限分配设计的关键。由于人机信任水平 𝜖是连续的，权
重分配系数也是连续的，因此，不妨假设 𝜎(𝜖)是二阶可导的函数。
人类对于机器的信任水平越高，此时机器应当获得更高的权重系数。无人机

在飞行过程中，人类操作员可以观察到无人机飞行的所有表现，因此人类操作者

所感知到的机器性能可以近似等于机器的实际性能。如果机器的实际性能越高，

那么人对于机器的信任水平就越高。因此，信任水平 𝜖越高，权重应该越大，于
是 𝜎(𝜖)应当满足：

d𝜎(𝜖)
d𝜖 > 0 (4.21)

机器权重最高只能为 1，意味着此时机器拥有全部控制权限；权重最低是 0，
意味着此时人类操作员拥有全部控制权限。因此权重分配函数 𝜎(𝜖)应当具有上
下确界：

sup
𝜖∈𝑅

𝜎(𝜖) = 1

inf
𝜖∈𝑅

𝜎(𝜖) = 0
(4.22)
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在 𝜎(𝜖0) = 0.5附近时，机器和人类的权重相近，处于临界状态，由于边际效
用递减规律，此时权重改变值与信任改变值的比值应当最大。而当权重分配系数

靠近 1或 0时，此时权重改变值与信任改变值的比值应当逐渐减小，否则上下确
界将不存在。因此权重分配函数 𝜎(𝜖)应当满足：

d2𝜎(𝜖)
d𝜖2 |𝜖=𝜖0

= 0

d2𝜎(𝜖)
d𝜖2 ⋅ (𝜖 − 𝜖0) > 0

(4.23)

鉴于人的指令和机器的指令地位是相同的，当信任水平 𝜖与 𝜖0距离相同时，

权重改变值与信任改变值的比值也应当相同。因此权重分配函数 𝜎(𝜖)需要满足：
d𝜎(𝜖)

d𝜖 |𝜖=𝜖0+𝛥
= d𝜎(𝜖)

d𝜖 |𝜖=𝜖0−𝛥
(4.24)

根据式(4.21)-式(4.24)，可以得出 𝜎(𝜖)的曲线如图4.6所示。这是一条类双曲
正切曲线，选择 d𝜎(𝜖)

d𝜖 |𝜖=𝜖0
= 𝜁，最终得到 𝜎(𝜖)的函数表达式如下：

𝜎(𝜖) = 𝑒𝜁(𝜖−𝜖0)

𝑒𝜁(𝜖−𝜖0) + 𝑒𝜁(𝜖0−𝜖) (4.25)

图 4.6 信任分配曲线

至此，得到在整个竞速过程中人机系统的最终决策：

𝑎𝐹 = 𝜌(𝑎ℎ, 𝑎𝑚) =
{

𝑎𝑚 if 𝛿(𝑎ℎ) = 1 or 𝑎ℎ = 0 (4.26a)

𝜎(𝜖) ⋅ 𝑎𝑚 + (1 − 𝜎(𝜖)) ⋅ 𝑎ℎ if 𝛿(𝑎ℎ) = −1 (4.26b)

4.3.3 算法流程

根据图4.4，以及4.3.1-4.3.2,可以得到单机竞速场景下的共享控制算法，具体
流程如算法4.1所示。

4.4 方法验证

4.4.1 实验平台

实验平台包括仿真平台和人机交互平台两部分。
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算法 4.1 单机竞速场景下的共享控制算法流程
input :竞速场景：门的参数，起点与终点位置，计算参考轨道 𝒍

无人机参数：最大速度 𝑣𝑚，最大加速度 𝑎𝑚
算法参数：MPC预测时域和控制时域长度𝑁，采样时间 𝛥𝑡，MPTM参数，
𝜁，𝜖0

1 while无人机未到达设定终点 do
2 获取无人机位置 𝒑和速度 𝒗;
3 根据MPC算法给出机器决策 𝑎𝑚，通过交互界面获得人类决策 𝑎ℎ;
4 根据式 (4.17)计算 𝛿(𝑎ℎ);
5 if 𝛿(𝑎ℎ) = −1 then
6 根据式 (4.16)和式 (4.15)计算无人机当前性能 𝑃 𝑆

𝑁、无人机历史性能 𝑃 𝑆
𝐻 ;

7 利用 𝑃 𝑆
𝑁、𝑃 𝑆

𝐻，根据式 (3.8)计算人类对于机器的信任水平 𝜖;
8 通过 𝜖和式 (4.25)，得到权限分配系数 𝜎(𝜖);
9 利用 𝜎(𝜖)和式 (4.26b)得到无人机最终控制指令 𝑎𝐹 ;

10 end
11 else
12 根据式 (4.26a)得到无人机最终控制指令 𝑎𝐹 ;
13 end
14 将控制指令 𝑎𝐹 输入到无人机中;
15 等待 𝛥𝑡 ;
16 end

仿真平台是基于 AirSim仿真器和 airsimneurips库进行二次开发的人机对抗
平台。该平台同时服务于科技部科技创新 2030-“新一代人工智能”重大项目，安
徽省电子产品监督检验所对该平台的有效性进行了系统评测，并且出具了测试

证明。仿真平台的仿真截图如图4.8(a)所示，包含了无人机、门框、物理实体环
境、观察视角等。AirSim是微软公司于 2017年开发的开源跨平台仿真器，提供
多种 API接口，可实现读取数据、控制车辆、模拟天气等操作，适用于无人机和
无人车的物理和视觉仿真。AirSim基于物理引擎，考虑重力、磁场、空气压力和
密度等现实因素，仿真效果与实际效果较为接近，如图4.7所示。airsimneurips也
是微软公司开发的用于无人机竞速的 python环境，提供了多种无人机的高级控
制接口，包括速度控制、转向控制、轨迹跟踪控制等。

仿真X(m)
真机X(m) 仿真X(m)

真机

仿真X(m)
真机X(m)

X(m)

仿真X(m)
真机X(m)

0

15

-15

0

15

-15

0

15

-15

0

15

-15

时间（s）0 50

0 50 0 50

0 50时间（s）

(a)圆形飞行 (b)矩形飞行

图 4.7 AirSim仿真与真机飞行对比 [92]
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人机交互平台：实验开始前，人类需要通过显示器观测机器控制的无人机的

竞速状态以及 𝑃 𝑆
𝐻 和 𝑃 𝑆

𝑁 的数值，通过键盘输出信任水平，进而得到MPTM的参
数；实验开始后，人类仍需关注无人机的竞速状态，同时使用键盘向无人机发送

控制指令。利用 keyboard库实现发送指令的功能，如图4.8(b)所示。人类操作员
通过按下按键来表达其主要意图，按键按住的持续时间则指示了更具体的命令。

例如，如果操作员对当前的左转程度不满意，则可以按住按键，按键持续时间越

长，产生的命令值就越大。对应命令的增长率是每秒增加 0.8（经验数值），具体
的控制方式如表4.1所示。

(a)仿真平台 (b)人机交互平台

图 4.8 实验平台：仿真平台和交互平台

4.4.2 实验设置

门的朝向、位置和参考轨道的参数较多，以可视化的形式给出，如图4.9所
示：考虑两种轨道，简单轨道是近似椭圆性质；困难轨道在简单轨道的基础上更

改门位置，形成不规则的形状。

(a)简单轨道 (b)困难轨道
x(m)

(m
)

x(m)

(m
)

图 4.9 单机竞速中门和轨道设置

无人机参数等基本的仿真实验参数的设置如表4.2所示。
为了让人机协作的效果更加明显，设定外界风力干扰：在第 7个门到第 8个

门之间设定风力干扰，使得无人机在没有人类干预的情况下发生偏航和漏门现
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表 4.1 人机交互平台的控制命令和相应的按键

控制命令 按键名称 增长率

向前飞行 W

0.8 𝑠−1

向后飞行 S
向左飞行 A
向右飞行 D
向上飞行 上方向键 (Key up)
向下飞行 下方向键 (Key down)

表 4.2 单机竞速实验参数设置

实验参数

UAV最大速度 𝑣𝑚 = 3𝑚/𝑠
UAV最大加速度 𝑎𝑚 = 2𝑚/𝑠2

UAV初始位置 𝒑 = (0, 0, 0)
UAV控制方式 速度控制 API

UAV大小 0.3𝑚
门框内部宽度 𝑤𝐺 = 1𝑚
门框数量 10个
预测时域长度 10
控制时域长度 10
采样时间 𝛥𝑡 = 0.05𝑠

𝜁 1
𝜖的取值范围 [0, 100]

𝜖0 50

象。

人类操作员事先需要获知的信息：信任水平 𝜖 的取值范围是 [0, 100]，信任
水平越高，机器的权重分配系数越大，在 𝜖 = 𝜖0 = 50时，𝛿(𝜖0) = 0.5。

4.4.3 实验结果与分析

本节以纯MPC竞速方法作为基准（baseline）方法，对比基准方法和所提共
享控制算法的总体表现来说明所提方法的有效性。同时通过消融实验来说明所

提共享控制算法中不同模块对于算法性能的影响。

1. 总体表现
所提方法和基准方法分别在简单轨道和困难轨道中单圈飞行 50次，每次飞

行时，门的位置和朝向会随机小幅变动。所提的共享控制方法和基准方法的漏门

数量（包含反穿的情形）如表4.3所示，有风干扰时的单圈飞行轨迹和单圈飞行
耗时分别如图4.10、图4.11和图4.12所示。可以看出，在有外界未知风力的干扰
下，无论是简单轨道还是复杂轨道，所提方法的漏门的数量远低于基准方法；所

提方法的单圈耗时也低于于基准方法；在有外界未知风力干扰时，所提方法更能

够将无人机保持在门框范围之内。

因此，可以看出，所提方法将人类的自适应特性和抗干扰能力融入到了无人

机的飞行控制当中，增强了飞行的鲁棒性能，能够有效的处理未知干扰，明显的
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改善单机竞速场景下的飞行效果。

风

扰

区

仅MPC控制
人机共享控制
参考轨道

漏
门
竞
速
失
败

x(m)

(m
)

图 4.10 单机竞速简单轨道：所提方法与基准方法飞行轨迹对比

风

扰

区

仅MPC控制
人机共享控制
参考轨道

漏
门
竞
速
失
败

x(m)

(m
)

图 4.11 单机竞速困难轨道：所提方法与基准方法飞行轨迹对比

2. 消融实验
人类操作失误检测。考虑两类失误操作：一种是在无人机飞行效果较好的

时候出现失误操作，另一种是无人机飞行效果较差的时候出现失误操作。因此

分成两组，有失误检测模块和无失误检测模块在简单轨道和困难轨道各飞 50次，
每次飞行门的位置和朝向小幅变动。单圈飞行轨迹（以简单轨道为例）和单圈耗

时分别如图4.13、图4.14所示，漏门数量的对比如表4.4所示。
根据图4.13，有失误检测模块的时候，飞行轨迹并不会因为人类的错误干预

出现变化。在没有失误检测模块的时候，如果无人机飞行效果较好，由于信任权

限分配的影响，此时人类的权重系数并不多，人类的错误干预并没有让曲线发生
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图 4.12 单机竞速：所提方法与基准方法飞行耗时对比

风

扰

区

无失误检测
有失误检测
参考轨道
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失
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失
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x(m)
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图 4.13 单机竞速的失误检测消融：飞行轨迹对比

图 4.14 单机竞速的失误检测消融：飞行耗时对比
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表 4.3 所提算法与基准算法的漏门数量对比

算法类型 无风情况下单圈漏
门数量的均值（个）

有风情况下单圈漏
门数量的均值（个）

基准算法（简单轨道） 0.1 1.5
所提算法（简单轨道） 0 0.06
基准算法（困难轨道） 0.2 2
所提算法（困难轨道） 0 0.1

表 4.4 单机竞速的失误检测消融：漏门数量对比

算法类型 无风情况下单圈漏
门数量的均值（个）

有风情况下单圈漏
门数量的均值（个）

无失误检测（简单轨道） 0.2 1.8
有失误检测（简单轨道） 0 0.08
无失误检测（困难轨道） 0.3 2.6
有失误检测（困难轨道） 0 0.1

过大的变化；而无人机飞行效果较差时，此时人类获得的权重很大，人类的错误

干预使得无人机进一步偏离轨道，飞行耗时更多（如图4.14所示），漏掉了更多
的门（如表4.4所示），飞行效果极差。
可以看出，人类操作失误检测可以避免将人类的缺点引入到竞速飞行中，防

止人机整体的性能下降，因此失误检测模块是有效的且必须引入的。

基于信任的权限动态分配。无信任动态权限分配的参数设置：机器和人类

固定权重，权重比为 1 ∶ 1。
考虑没有风力干扰的情况，此时无人机自主飞行的效果较好。图4.15是简单

轨道下的飞行轨迹，可以看出，在有信任动态权限分配时，人类的决策权重较

小，人类可以更大胆的在机器决策基础上进行微调，使得飞行轨迹与参考轨迹

较为贴合。没有信任动态权限分配时，人类的权重与机器始终相同，此时人类的

干预很容易使得飞行发生“超调”现象，人类需要进一步干预让飞机靠近参考轨

道，于是人类干预次数上升（从图4.15可以看出，虚箭头表示一次干预），同时
飞行轨迹出现震荡。因此，根据信任动态分配权限能够显著提升人类的容错率。

在有风力干扰情况下，人类单次干预平均时长如图4.16所示，可以看出有信
任时，单次干预时长明显下降，说明人类工作量下降。有信任动态权限分配时，

由于风力干扰导致机器表现不佳，人类获得了更大的权重，此时人类更容易将无

人机调整到参考轨道附近；对于固定权限分配策略，人类权重没有扩大，人类操

作员需要付出更多的时间来调整无人机，人类的工作量被迫增加。

基于以上分析，引入信任动态分配权限可以让减少人类的干预次数和干预

时长，提升了人类操作的容错率，有效降低了人类的工作量。
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有信任模块
无信任模块
参考轨道

x(m)

(m
)

图 4.15 单机竞速信任消融：飞行轨迹对比

图 4.16 单机竞速信任消融：单次干预耗时对比

4.5 本章小结

本章面向单机竞速场景中存在的不确定性因素导致无人机竞速效果不佳的

问题，引入人类操作者辅助无人机飞行，设计了人类操作失误检测模块和基于信

任的动态权限分配策略，进而构建人机共享控制算法。本章考虑简单和困难两种

单机竞速场景，在实验平台上做了多组对比实验，证明了所提方法可以明显提升

无人机飞行效果；消融实验证明了人类操作失误检测可以有效避免人类的负面

影响，基于信任的动态权限分配策略可以提升人类的容错率，降低人类的工作

量。
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第 5章 基于人机信任的多机竞速策略

考虑到多机竞速场景中有着对于高级博弈行为刻画和实时计算的需求，本

章在第 3章的信任模型和第 4章的单机竞速的基础之上，重点关注多机博弈竞
速场景中对手的动态特性以及博弈态势的刻画，提出一种基于人机信任的多机

竞速策略。多机竞速与单机竞速的本质不同之处在于，多机竞速中存在着动态变

化的物体，即对手无人机，这使得多机竞速是一个高动态、强对抗、博弈强烈的

过程。首先，将多机竞速问题建模为马尔可夫博弈过程；其次，构建人机信任网

络作为多机竞速中的 MPTM，基于该网络引导设计奖励塑造函数；之后，利用
LSTM网络和注意力机制来预测对手轨迹，增加对于对手策略的理解；最后在仿
真环境中验证了所提方法的有效性。

5.1 引言

在多机竞速对抗的情境下，对手无人飞行器所展现出的高速动态行为给已

方无人机的实时决策带来了困难。这种困难主要体现在计算资源、态势感知等方

面。例如在当前时刻观察到敌方无人机的位置，在耗费一段时间优化计算之后得

到决策，然而此时敌方无人机的位置早已改变，当前时刻决策的有效性大打折

扣。

多机竞速过程中，博弈行为对于机器而言是无法理解的，而且人类也很难

通过定量的、可解释的公式去告知机器。博弈本身是一个较为抽象的概念，其中

包含了复杂的行为，比如欺骗、故意阻挡等。由于人类具有高级的抽象认知能

力，对于人类而言，这些行为可以被有效认知 [15]，但是人类却很难设计一个明

确的数学公式让机器去理解 [13]。这就会使得机器在多机竞速情境下缺少博弈智

能，对于博弈态势无法做到准确评估，因而其决策往往显得“幼稚”，并非最优

决策。

多机竞速中，无人机需要高速互动和快速决策，人类直接且有效地进行实时

操控干预面临显著挑战。人类要想有效决策，必须通过无人机遥感图像传输系统

获悉态势，而从无人机采集数据到地面控制中心接收并据此做出判断的过程便

会产生不可避免的通信延迟 [65]。对于没有强对抗的单机竞速而言，人类决策的

有效性并不会因为通信延迟而大幅下降。但是，在多机竞速中，无人机的速度和

位置瞬息万变，即使微小的通信延迟所产生的人类控制策略和机器控制策略在

时间和频率上的微小差异也可能导致人类决策直接失效。此外，敌方无人机可能

采取电磁干扰手段，直接切断了人机的通信，实时的人工操控无法存在。
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针对这些问题，本章提出了基于人机信任引导的多机强化学习控制方法。第

一，针对对手无人机的动态行为，利用 LSTM时序网络进行预测，将预测的结
果作为参考进行优化决策，增加对于对手策略的理解。第二，由于人类可以有效

的感知博弈态势，多机竞速中，已方博弈态势越好，说明此时机器的实际性能越

佳，由式(3.15)可知人类的信任水平也就越高，因此人类对于机器的信任可以作
为博弈态势的评估，帮助机器间接的刻画了博弈行为。于是，针对机器难以评估

博弈态势的问题，构建信任时序网络模型（多机竞速下的MPTM），把人机信任
融入到奖励塑造中，进而引导机器作出正确决策。第三，通过采用强化学习作为

机器决策的核心框架，使得机器能直接学习人类智慧。在多机竞速场景下，这允

许无人机自主掌握全部操控权限，无需依赖人类操作员的即时介入，从而有效解

决了实时人工干预所面临的挑战。第四，所有模型通过神经网络进行构建，在训

练完成后，无需实时求解优化问题，解决实时决策的难题。

本章的结构如下：5.2节给出了多机竞速场景的建模，给出问题描述；5.3节
给出了基于人机信任引导的多机强化学习算法；5.4节给出了相关的实验结果和
分析，具体有：实验平台和配置、训练结果、消融实验、算法比较；最后5.5节给
出了本章研究内容的总结。

5.2 多机竞速场景描述与建模

5.2.1 场景描述

竞速场景：除了对手无人机之外，其他竞速环境与单机竞速场景相同。无人

机可以通过 GPS获得自身的位置、门的位置、以及对手无人机的位置信息，且
不考虑无人机接收人类远程控制指令。

无人机的任务是：从初始点起飞，尽可能的花费少的时间，按照门的顺序依

次穿过，且不与对手无人机碰撞坠毁，最终到达终点处。对于碰撞坠毁，这里定

义为：当己方无人机由后向前与对手无人机发生追尾，己方无人机坠毁，对方无

人机继续飞行。多机竞速中，正是因为有了碰撞坠毁的约束，才有了博弈的存在。

一方面，己方无人机需要避免主动碰撞敌方无人机；另一方面，己方无人机可以

利用碰撞坠毁约束去阻拦、欺骗敌方无人机，敌对双方因此产生强动态博弈。无

人机完成竞速任务的胜利情形（反之为失败情形）和平局情形分别如图5.1所示。
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红方漏门

蓝方反穿门

终点

起点

(a)红方获胜：比蓝方提前穿越所有门 (b)红方获胜：蓝方从后向前发生追尾

(d)平局：碰撞门框且停止时间超过规定时长(c)平局：双方均有漏门或者反穿门

图 5.1 多机竞速胜利和平局的情形

5.2.2 强化学习建模

1. 部分可观马尔可夫博弈建模
强化学习任务通常使用马尔可夫博弈（Markov Game）来描述。为了方便

描述，使用下标 ⋅𝑜 表示敌方，使用下标 ⋅𝑒 表示己方。考虑到无人机不可能观
察到所有的信息，因此，将多机竞速建模为一个部分可观马尔可夫博弈六元组

(𝒮, 𝒜, 𝒪, 𝒯 , ℛ, 𝛾)。𝒮表示包括敌我无人机在内的整体环境的状态空间；𝒜表示无
人机可以采取的动作空间，包括己方动作空间𝒜𝑒和敌方动作空间𝒜𝑜，也就是无

人机三个方向的速度 𝒂 = [𝒂𝑒, 𝒂𝑜] = [𝑣𝑥
𝑒 , 𝑣𝑦

𝑒 , 𝑣𝑧
𝑒 , 𝑣𝑥

𝑜 , 𝑣𝑦
𝑜, 𝑣𝑧

𝑜]，其中 ‖𝒂𝑒‖ ⩽ 𝑣𝑚, ‖𝒂𝑜‖ ⩽
𝑣𝑚；𝒪表示无人机可观测空间，包括己方可观空间 𝒪𝑒和敌方可观空间 𝒪𝑜，可观

空间中包含：敌我无人机的位置、敌我无人机速度的夹角、门的位置、我方无人

机速度与当前门朝向的夹角、敌方无人机的预测位置; 𝒯 表示状态转移概率；ℛ
表示奖励函数，这是本章设计的重点之一，在5.3.1会详细说明；𝛾 表示奖励折扣
因子。

2. 训练环境设计
强化学习需要智能体不断的试错，逐步找到最优策略。由于成本和安全因

素，无人机不可能通过现实环境直接交互试错，因此需要设计一个多无人机竞速

训练环境用于智能体交互。

训练环境应当尽可能的接近现实环境，因此训练环境中应当包括无人机运
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动学模型以及门框的相关信息。对于无人机运动学模型，将式(4.6)离散化为：

⎧⎪
⎪
⎨
⎪
⎪⎩

𝑥𝑘 = 𝑥𝑘−1 + 𝑣𝑘
𝑥 ⋅ 𝛥𝑡

𝑦𝑘 = 𝑦𝑘−1 + 𝑣𝑘
𝑦 ⋅ 𝛥𝑡

𝑧𝑘 = 𝑧𝑘−1 + 𝑣𝑘
𝑧 ⋅ 𝛥𝑡

(5.1)

其中，𝑥, 𝑦, 𝑧和 𝑣𝑥, 𝑣𝑦, 𝑣𝑧 分别表示无人机在世界坐标系中的位置和速度。此外，

考虑到实际飞行中无人机存在加速度限制，设计速度平滑机制：

⎧⎪
⎪
⎨
⎪
⎪⎩

𝑣𝑘
𝑥 = 𝜉1 ⋅ 𝑣𝑘−1

𝑥 + (1 − 𝜉1) ⋅
∗
𝑣

𝑘
𝑥

𝑣𝑘
𝑦 = 𝜉1 ⋅ 𝑣𝑘−1

𝑦 + (1 − 𝜉1) ⋅
∗
𝑣

𝑘
𝑦

𝑣𝑘
𝑧 = 𝜉2 ⋅ 𝑣𝑘−1

𝑧 + (1 − 𝜉2) ⋅
∗
𝑣

𝑘
𝑧

(5.2)

其中，
∗
𝑣

𝑘
表示在 𝑘时刻的速度控制指令，𝜉表示平滑系数，考虑到无人机的动力

学特性，𝑧方向上的平滑系数与 𝑥, 𝑦方向不同。
此外，还需要设置碰撞距离 𝑑𝑐𝑟𝑎𝑠ℎ，两架无人机相距小于 𝑑𝑐𝑟𝑎𝑠ℎ 时，认为无

人机会发生碰撞坠毁。

5.3 基于人机信任的多机强化学习算法设计

整体的算法框架如图5.2所示。使用 Actor-Critic 作为强化学习的算法框架。

无人机

可直接观测信息

从Actor网络中采样动作

O

R

观测 ... ...
... ...

基础奖励

信任博弈奖励

对手预测轨迹

奖励塑造

Actor

Critic

评估

S
S

S
S

外部环境

智
能
体

图 5.2 多机竞速强化学习算法框架

智能体的 Actor网络通过一定的采样策略输出无人机的控制指令，无人机获得指
令之后开始竞速飞行。环境状态发生改变，将环境状态分别输入到观测模块以

及奖励塑造模块。在观测模块中，一方面从环境状态直接获得可观测的信息，另

一方面通过敌机轨迹预测模块获得敌机未来的预测轨迹，两方面信息在一起组

成观测状态，观测状态输入到智能体的 Actor和 Critic网络。在奖励塑造模块中，
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一方面获得基础飞行奖励，另一方面利用信任模型获得博弈态势奖励，二者奖励

之和作为智能体在执行一次动作之后的总奖励，该奖励会输入到 Critic网络中。
Critic网络根据观测状态和奖励，更新一次网络参数，之后指导 Actor网络更新
一次参数。上述过程不断重复，直至智能体的网络收敛。智能体的网络收敛之

后，训练出的策略网络即可部署在无人机中，实现无人机多机竞速飞行。

5.3.1 基于人机信任的奖励塑造

1. 人机信任神经网络
由于博弈态势难以通过定量的公式来表达，也就是式(3.1)中的映射关系 𝑓𝑃

难以显示表达，根据3.2.3可知，可以使用神经网络来构建多机竞速下的MPTM。
对此需要选择合适的神经网络.将式(3.8)写成映射形式：

𝜖(𝑘) = 𝑓(𝜖(𝑘 − 1), 𝑃 (𝑘); 𝛼, 𝛽, 𝛾))

= 𝑓(𝜖(𝑘 − 1), 𝑓𝑃 (𝑼(𝑘)); 𝛼, 𝛽, 𝛾)) (5.3)

可以看出，式(5.3)与第二章中 RNN网络中的式(2.9)输入输出关系相同，因此选
用具有时序关系的 RNN网络作为信任神经网络，记为:

𝜖 = 𝐹𝑡𝑟𝑢𝑠𝑡(𝑼; 𝑾𝐹 ) (5.4)

其中，𝐹𝑡𝑟𝑢𝑠𝑡表示神经网络，𝑾𝐹 是神经网络的参数。

信任神经网络结构如图5.3所示，感知状态 𝑼 输入到 RNN中，再经过全连
接层之后，得到信任水平。

RN
N

RN
N

RN
N

RN
N ...

FC
全连接网络

RNN
网络

th

tx

输
出

输
入

图 5.3 信任神经网络结构

对于神经网络的输入 𝑼，应当选择可以影响博弈态势的量。无人机在竞速
过程中，存在着阻挡拦截这类博弈行为，因此敌我双方的位置和速度可以影响博

弈态势。此外，在靠近门框时，敌我双方需要抢占穿门的有利位置，因此门的位
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置和朝向也会影响博弈态势。综上所述，选择 𝒖作为 RNN网络中的某时刻的样
本输入：

𝒖 = [𝒑𝑒, 𝒑𝑜, 𝒗𝑒, 𝒗𝑜, 𝒑𝑔, 𝑮] (5.5)

此外，人类的信任水平需要考虑机器的历史性能和当前性能，因此选择连续 2个
时间步的 𝒖作为 𝑼：

𝑼𝑘 = [𝒖𝑘−1, 𝒖𝑘] (5.6)

标签对于训练神经网络 𝐹 而言必不可少，需要人类提供。具体做法是：在
仿真平台上，让敌对双方无人机竞速博弈，人类时刻关注博弈态势，并且给出其

对于机器的信任水平，进而构建起信任网络的数据集。在这个过程中，需要注意

几点：

• 多机竞速是在仿真平台上进行，不是在训练环境中，这是因为训练环境较
为简单，而仿真平台是高度相似于现实飞行环境的，这有利于提高智能体

的鲁棒性。

• 由于无人机博弈具有高动态特性，人类通过键盘输出信任值需要一定时间，
因此需要改变仿真器中的时钟设置并且告知人类，同时每隔一个时间步暂

停一次，等待人类评价结束后继续飞行。

• 为了防止数据不平衡导致信任网络出现偏差，需要选择不同的算法、轨道，
设置不同的干扰等，让博弈态势有好也有差。由于信任网络训练数据完全

来自于无人机飞行数据，如果无人机飞行过程中只出现博弈态势较好或较

差的情况（即数据不平衡），在这种情况下，信任网络便失去了对于博弈态

势鉴别的功能，导致机器无法正确认知自身的决策性能。

• 通过显示器观察博弈态势时，可能会有飞行视角偏差，为了帮助人类做出
信任评价，通过交互界面告知竞速飞行排名。

代价函数选择均方误差代价函数，由于人类不可能做到完全精准的评价，需

要避免网络过拟合，对此引入正则项。最终的代价函数如下：

𝑁

∑
𝑗=1

1
𝑁 ‖𝜖∗ − 𝐹𝑡𝑟𝑢𝑠𝑡 (𝑼𝑗 , 𝑾𝐹 )‖

2
2 + ‖𝑾𝐹 ‖

2
2 (5.7)

其中，𝜖∗表示的是信任水平的真实值。

2. 奖励塑造
尽管无人机多机竞速的任务目标是明确的，但是状态空间太大且与之相对

应的有效奖励信息太少，使得奖励十分稀疏（必须每一回合结束才能知道策略是

否正确），导致智能体耗费大量精力探索无意义策略，甚至于智能体会陷入到错

误决策中无法寻找到正确决策。为了避免这种情况发生，加快智能体寻找到合适

64



第 5章 基于人机信任的多机竞速策略

的策略，需要设计奖励塑造函数（Reward Shaping Function）去引导智能体。本
节将奖励塑造分为博弈奖励塑造和基础奖励塑造两部分。

博弈奖励塑造：由引言可知，机器博弈态势越好，人类对于机器的信任水

平越高，因此直接将信任神经网络作为奖励塑造函数ℛ𝑔𝑎𝑚𝑒：

ℛ𝑘
𝑔𝑎𝑚𝑒 = 𝐹𝑡𝑟𝑢𝑠𝑡(𝑼 𝑘; 𝑾𝐹 ) (5.8)

基础奖励塑造：考虑到多机竞速过程中，无人机仍有单机竞速的一些要求

（例如不可漏门，尽可能快的到达终点等），因此，可以将第 4章中单机竞速的目
标和约束转化为强化学习基础飞行的奖励塑造。

考虑式(4.14a),其描述的是无人机应当沿着参考轨道飞行，为了促使智能体
沿着轨道飞行，设置沿轨奖励ℛ𝑡𝑟𝑎𝑗：

ℛ𝑘
𝑡𝑟𝑎𝑗 = 𝜇𝑚(𝒑𝑘) − 𝜇𝑚(𝒑𝑘−1) (5.9)

ℛ𝑘
𝑡𝑟𝑎𝑗 越高，说明在第 𝑘个时间步内，飞机沿着轨道行进越多。
考虑式(4.14c)，其描述的是无人机应当约束在参考轨道的一定范围内，防止

无人机出现撞门。然而，与传统规划算法不同的是，强化学习缺少强制约束的能

力，因此，将该约束更改为惩罚机制，即负值奖励ℛ𝑤𝐺：

ℛ𝑘
𝑤𝐺 = −𝑅𝑒𝐿𝑈(‖𝒍(𝜇𝑚(𝒑𝑘)) − 𝒑𝑘‖2 − 𝑤𝐺) (5.10)

其中，𝑅𝑒𝐿𝑈( ⋅ )表示线性整流单元（Rectified Linear Unit）。
等式约束(4.14b)和加速度约束(4.14e)已经体现在竞速训练环境当中，而速度

约束(4.14d)可以通过在策略网络中的最后一层添加限幅函数得以实现，对此无
需单独设置奖励函数。综上，得到基础奖励函数ℛ𝑏𝑎𝑠𝑒：

ℛ𝑘
𝑏𝑎𝑠𝑒 = ℛ𝑘

𝑡𝑟𝑎𝑗 + ℛ𝑘
𝑤𝐺 (5.11)

最终，得到强化学习智能体在训练过程中整体的奖励塑造函数如下：

ℛ𝑘 = 𝜙1 ⋅ ℛ𝑘
𝑔𝑎𝑚𝑒 + 𝜙2 ⋅ ℛ𝑘

𝑏𝑎𝑠𝑒 (5.12)

其中 𝜙1和 𝜙2大小表示对于两种奖励的重视程度。

5.3.2 基于 LSTM和注意力机制的对手轨迹预测

首先给出敌机轨迹预测的问题描述。选取 10个连续时间步长作为历史序列
𝑸𝑘:

𝑸𝑘 = {𝒒𝑘−9, 𝒒𝑘−8..., 𝒒𝑘−1, 𝒒𝑘} (5.13)
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其中，𝒒𝑘 = [𝒑𝑘
𝑜 , 𝒗𝑘

𝑜 ]表示在 𝑘时刻观测到的对手的运动信息，包括位置 𝒑𝑘
𝑜 和速

度 𝒗𝑘
𝑜。轨迹预测的任务是根据𝑸𝑘中的历史信息，预测接下来两个时间步长的轨

迹 𝑸̂𝑘：

𝑸̂𝑘 = { ̂𝒒𝑘+1, ̂𝒒𝑘+2} (5.14)

其中， ̂𝒒𝑘+𝑖 = [ ̂𝒑𝑘+𝑖
𝑜 , ̂𝒗𝑘+𝑖

𝑜 ]表示 𝑘时刻之后的第 𝑖个时间步的预测的敌机运动信息。
上述问题是典型的时序预测问题，选用 LSTM作为轨迹预测的基础网络单

元。由于输入序列和输出序列不等长，编码器-解码器（Encoder-Decoder）架构
可以有效处理此类问题。此外，将 LSTM与注意力机制相结合，有助于提取时间
序列的相关特征。整体的敌机轨迹预测框架如图5.4所示，将轨迹预测网络记为
Tr-Pred：历史序列进入到 LSTM编码器中，生成隐藏状态序列，隐藏状态序列
进入到注意力模块中，生成带权重的中间上下文向量，该向量输入到 LSTM解
码器模块，经过一个全连接层，输出敌机的预测轨迹。

1h
LSTM

LSTM

LSTM

tanh

softm
ax

2h

10h

Encoder

D
ecoder

Fully 
Connected 

Layer

输入

输出

Attention

图 5.4 轨迹预测网络结构

对于 LSTM编码器模块，根据输入序列 𝑸𝑘计算得到隐藏状态变量 𝒉𝑖
𝑒𝑛𝑐：

𝒉𝑖
𝑒𝑛𝑐 = LSTM𝑒𝑛𝑐 (𝒉𝑖−1

𝑒𝑛𝑐 , 𝒒𝑖; 𝑾𝑒𝑛𝑐) (5.15)

其中，𝑖 ∈ [𝑘 − 9, 𝑘],𝑾𝑒𝑛𝑐 表示的是 LSTM编码器的网络参数。
对于 Attention模块，选用线性变换用于学习轨迹之间的相互关系：

𝑔 (𝒉𝑖
𝑒𝑛𝑐 , 𝒉𝑘

𝑒𝑛𝑐) = tanh (𝒉𝑖
𝑒𝑛𝑐𝑾𝑎𝑡𝒉𝑘

𝑒𝑛𝑐) (5.16)

其中，𝑖 ∈ [𝑘 − 9, 𝑘 − 1],𝑾𝑎𝑡是待训练的参数。再经过 softmax层计算权重：

𝛽𝑖 =
exp (𝑔 (𝒉𝑖

𝑒𝑛𝑐 , 𝒉𝑘
𝑒𝑛𝑐))

∑𝑘−1
𝑗=𝑘−9 exp (𝑔 (𝒉𝑗

𝑒𝑛𝑐 , 𝒉𝑘
𝑒𝑛𝑐))

(5.17)

将权重与对应的隐藏状态相乘求和，得到上下文向量 𝑱：

𝑱 = 𝒉𝑘
𝑒𝑛𝑐 +

𝑘−1

∑
𝑖=𝑘−9

𝛽𝑖𝒉𝑖
𝑒𝑛𝑐 (5.18)
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对于 LSTM解码器模块：

𝒉𝑖
𝑑𝑒𝑐 = LSTM𝑑𝑒𝑐 (𝒉𝑖−1

𝑑𝑒𝑐 , 𝑱 ; 𝑾𝑑𝑒𝑐) (5.19)

其中，𝑖 ∈ [𝑘 + 1, 𝑘 + 2]，𝑾𝑑𝑒𝑐 表示的是 LSTM译码器的网络参数。再经过全连
接层（FC）得到预测轨迹：

̂𝒒𝑖 = FC (𝒉𝑖
𝑑𝑒𝑐; 𝑾𝐹 𝐶) (5.20)

其中，𝑖 ∈ [𝑘 + 1, 𝑘 + 2],𝑾𝐹 𝐶 表示的是全连接层的网络参数。

使用均方误差作为网络训练的代价函数，如下所示：

1
𝑁

𝑁

∑
𝑗=1

𝑘+2

∑
𝑖=𝑘+1

‖𝒒𝑖 − ̂𝒒𝑖‖
2
2 (5.21)

其中，𝒒𝑖表示 𝑖时刻的真实值，𝑁 表示训练中的数据量。

5.3.3 强化学习算法训练

本章所考虑的问题中存在敌我双方两个智能体，属于多智能体强化学习问

题。由于无人机竞速属于零和博弈，智能体之间不存在通信交流的情况，因此

选择完全去中心化的多智能体算法 IPPO（Independent PPO）方法来训练智能体。
根据图5.2，以及5.3.1-5.3.2,可以得到多机竞速场景下的强化学习训练算法。具体
流程如算法5.1所示。

算法 5.1 多机竞速的强化学习算法训练流程
input :训练完成的信任网络 𝐹𝑡𝑟𝑢𝑠𝑡 与轨迹预测网络 Tr-Pred.

多机竞速场景:门的参数，起点与终点位置，参考轨道 𝒍𝑟.
无人机设置：最大速度 𝑣𝑚，速度平滑系数 𝜉.
智能体数量：2个（敌方无人机与我方无人机）

output
:

多机竞速智能体决策模型

1 超参数：折扣因子，学习率，最大训练次数𝑀 ;
2 初始化：每个智能体的策略网络 Actor和价值网络 Critic，随机生成 Actor网络权
重𝑊𝑎𝑐、Critic网络权重𝑊𝑐𝑟;

3 for 𝑒𝑝𝑖𝑠𝑜𝑑𝑒 ∶ 𝑘 = 1, 2, ..., 𝑀 do
4 智能体在环境中交互，获得轨迹 𝒍𝑘;
5 基于轨迹预测网络 𝑇 𝑟-𝑃 𝑟𝑒获得每个智能体的预测轨迹 ̂𝒍𝑘 ;
6 将 𝒍𝑘 和 ̂𝒍𝑘 整合获得训练轨迹 𝑫𝑘;
7 基于信任网络 𝐹𝑡𝑟𝑢𝑠𝑡 和5.12计算奖励数据ℛ𝑘;
8 对于每个智能体，根据 𝑫𝑘 和奖励ℛ𝑘，基于 PPO算法更新一次 Critic网络权

重𝑊𝑐𝑟 以及 Actor网络权重𝑊𝑎𝑐;
9 end
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5.4 算法仿真与验证

5.4.1 实验平台与实验设置

本章实验中，实验平台、无人机的相关设置以及门框宽度设置与第 4章相
同，不再重复说明。这里主要展示一些核心的实验参数，如表5.1所示。

表 5.1 多机竞速实验参数设置

实验参数

信任网络参数

RNN隐藏层神经元数量 hidden-size = 32
bactch-size 32

全连接层的神经元数量 FC-size = 16
学习率 0.001

网络参数更新方式 Adam

轨迹预测网络参数

LSTM隐藏层神经元数量 hidden-size = 64
全连接层的神经元数量 FC-size = 32

bactch-size 64
学习率 10−3

网络参数更新方式 Adam

IPPO相关参数

总训练步数 1000万步
损失函数的熵系数 0.01
折扣因子 0.9

网络参数更新方式 Adam
学习率 10−4

PPO网络结构等其余参数 与 OpenAI开源的基准方法相同①

一些训练细节

每次策略迭代前收集数据个数 2048步
奖励塑造函数中 𝜙1 系数 𝜙1 = 0.6
奖励塑造函数中 𝜙2 系数 𝜙1 = 0.4

单步决策时间 0.05𝑠
最小碰撞距离 𝑑𝑐𝑟𝑎𝑠ℎ = 0.2𝑚

门的朝向、位置和参考轨道如图5.5所示：考虑两种轨道，简单轨道是二维
的足球场椭圆轨道；困难轨道是三维的张家界山区轨道。同时，在每次竞速飞行

时会对门的位置以及朝向进行小幅的随机调整。

竞速无人机

竞速无人机

(a)简单轨道 (b)困难轨道

图 5.5 两种多机竞速场景：简单轨道和困难轨道

①参考的内容可在托管平台 github中找到: https://github.com/openai/baselines/tree/master/baselines/ppo2.
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5.4.2 实验结果与比较

以 GTP和MPC（在式(4.14)中添加碰撞约束即可）作为对比方法。所提方法
分别和 GTP、MPC竞速比较，每组飞行 50次。所提方法与 GTP、MPC竞速的胜
率情况如图5.6所示，完成一次竞速任务的平均耗时如图5.7所示。可以看出，所
提方法无论在二维轨道还是三维轨道，所提方法的胜率均高于 GTP和MPC，平
均耗时也均小于 GTP和MPC，说明所提方法有效。此外，在三维轨道上，所提
方法的胜率与其他方法的胜率差值更大，说明所提方法更能有效的应对复杂场

景。

胜          负          平          

(a)简单轨道中所提方法与MPC竞
速：所提方法竞速结果       

胜          负          平          

(b)困难轨道中所提方法与MPC竞
速：所提方法竞速结果       

胜          负          平          

(c)简单轨道中所提方法与GTP竞
速：所提方法竞速结果       

胜          负          平          

(d)困难轨道中所提方法与GTP竞
速：所提方法竞速结果       

比
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图 5.6 所提方法、GTP以及MPC的胜率情况

5.4.3 消融实验

信任模块消融。取消信任网络 𝐹𝑡𝑟𝑢𝑠𝑡前后，智能体训练的奖励曲线的对比如

图5.8所示。可以看出，在引入信任网络之后，智能体的奖励收敛更快，说明人
机信任的引入加快了智能体的训练。

平均耗时和胜率对比如图5.9(a)图5.12(a)所示。可以看出，引入人机信任之
后，能够有效的减少飞行耗时，提高胜率。

为了深入阐述人机信任机制如何增进机器对博弈的领悟，在一个二维赛道

场景中设计了两种情况：第一种是对手无人机大幅落后；第二种则是对手紧随之
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(a)所提方法与MPC比较 (b)所提方法与GTP比较

(s
)

(s
)

图 5.7 所提方法、GTP以及MPC完成一次任务的平均耗时

图 5.8 信任网络消融实验：训练奖励对比

(a)信任消融：耗时对比 (b)轨迹预测消融：耗时对比

图 5.9 两类消融实验中的单圈平均耗时
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x

x(m)

对手紧紧跟随

对手远远落后
参考轨道

对手紧紧跟随
对手远远落后
参考轨道

y(
m

)

y(
m

)

x

x(m)
(a)有信任模块的两类飞行场景对比 (b)无信任模块的两类飞行场景对比

图 5.10 信任网络消融实验：两类飞行场景对比

后。观察图5.10可以发现，在缺乏信任模块的情况下，无人机在两种场景中的飞
行路径呈现出较高的一致性；相反，当融入信任模块后，无人机在两个场景中的

飞行策略展现出显著差异——在对手远落后时，它倾向于贴近赛道边缘，利用空

间优势加速前进；而当对手紧追不舍时，则采取更为保守的策略，靠近赛道中央

飞行，以减小被干扰的风险，这清晰体现了信任模块能够增进机器对于博弈的理

解。

此外，可以很明显的看出，引入信任模块的无人机的飞行轨迹更为平滑，缺

少信任的飞行轨迹不仅出现抖动，有时甚至存在“后退转圈”的现象。这一现

象原因在于智能体的训练环境和实验平台环境并不完全相同（类似于 sim2real）。
信任模型数据收集来源于实验平台，同时人类的评价存在一定的不确定性，这些

因素都会作用于智能体的训练，使得人机信任引导成为了训练环境和实验环境

之间的桥梁，让智能体获得了一定的鲁棒性能。

轨迹预测模块消融。取消轨迹预测网络 Tr-Pred前后，智能体训练的奖励曲
线的对比如图5.11所示。可以看出，在引入 Tr-Pred网络之后，智能体训练前期
的奖励收敛更快，奖励值也更高。

平均耗时和胜率对比如图5.9(b)图5.12(b)所示。可以看出，引入轨迹预测网
络之后，无人机飞行耗时下降，胜率提高。

基于以上实验结果，可以看出，轨迹预测网络引入，加快了智能体的训练，

可以有效提升竞速效果。

5.5 本章小结

本章考虑多机竞速场景中有着对于高级博弈行为刻画和实时计算的需求，提

出了基于人机信任的多机竞速强化学习策略。首先将多机竞速问题建模为马尔

可夫博弈过程，构建人机信任网络 𝐹𝑡𝑟𝑢𝑠𝑡 作为多机竞速中的 MPTM并设计奖励
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塑造函数，然后基于 LSTM构建 Tr-Pred网络用来预测对手轨迹。所提方法在实
验平台中和 GTP、MPC方法进行了对比，验证了所提方法的有效性。消融实验
进一步说明，人机信任的引导可以有效的提升机器对于博弈态势的理解，Tr-Pred
网络可以有效的提升竞速飞行效果。

图 5.11 Tr-Pred网络消融实验：训练奖励变化

(a)信任消融：有信任模块的竞速结果 (b)轨迹预测消融：有轨迹预测模块的竞速结果

图 5.12 两类消融实验中的胜率情况
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第 6章 总结与展望

6.1 全文工作总结

无人机竞速飞行在一些灾害响应、军事攻击、娱乐产业等场景具有广阔的应

用价值。在无人机竞速中，存在一些难以通过概率模型精确建模的不确定性因

素，同时，多机竞速下的复杂博弈行为也难以有效刻画，这些都是现有方法尚未

解决的问题。针对这些问题，论文通过人机信任将人类的优势引入到无人机竞速

飞行当中，首先解决现有信任模型不适用于无人机竞速场景的问题，然后将竞速

场景分为单机竞速和多机竞速两种，根据场景的不同特点分别设计了融入人机

信任的竞速方法。

论文的主要研究工作总结如下：

（1）考虑到现有信任模型可解释性差，以及没有刻画无人机竞速飞行中的高
动态特点，给出了一种机器性能驱动的人机信任模型，该信任模型能够有效促进

人对于机器的信任水平和机器能力之间的匹配，所提模型的信任数值预测均方

误差更小，并且对于人类动作预测的错误率更低。首先分析了人机信任的影响因

素，基于此给出了人机信任所具有的特征以及演化规律；在此基础上，引入机器

当前表现作为机器性能的重要评估指标之一，进而构建机器性能驱动的人机信

任演化模型，并且给出合理性说明以及参数化方法；最后设计了真实的人机交互

实验用于验证所提出的信任模型。

（2）考虑到在单机竞速场景中存在的不确定性因素导致无人机竞速表现不佳
的问题，给出了一种基于人机信任的单机竞速共享控制策略，相较于现有方法，

所提方法可以有效增加无人机竞速飞行的效果，单圈耗时明显下降，同时人类的

工作量减少，人类容错率也得到提升。首先设计无人机MPC竞速算法作为机器
的决策算法。在此基础上，引入人类操作者辅助无人机飞行，设计人类失误检测

模块以及基于人机信任的决策仲裁机制。最后在实验平台中对所提方法进行验

证，设计消融实验证明所提方法中不同模块的有效性。

（3）考虑到多机竞速场景中有着对于高级博弈行为刻画和实时计算的需求，
给出了一种基于人机信任的多机竞速强化学习策略，该方法能够实时给出决策

指令，同时提升机器对于博弈的理解，竞速胜率超过了现有方法。首先将多机竞

速问题建模为马尔可夫博弈过程，设计强化学习训练环境，基于人机信任设计奖

励塑造函数，让机器主动学习人类的策略；其次，利用 LSTM网络和注意力机制
设计对手轨迹预测网络，增加智能体对于对手策略的理解。最后在实验平台中对

所提方法进行验证，设计消融实验证明所提方法中不同模块的有效性。

论文主要的创新点总结如下：
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（1）考虑到现有信任模型可解释性差，以及没有刻画无人机竞速飞行中的高
动态特点，提出了一种机器性能驱动的人机信任模型，分析人机信任的特征和演

化规律，在此基础上，构建了合理的人机信任演化模型，引入机器当前表现作为

机器性能的重要评估指标，进而有效促进人对于机器的信任水平和机器能力之

间的匹配。

（2）针对单机竞速场景中存在的不确定性因素导致无人机竞速效果不佳的问
题，提出了一种基于人机信任的单机竞速共享控制策略，设计人类失误检测模

块，同时设计基于人机信任的决策仲裁机制，实现竞速效果和人类容错率的提升

以及人类工作量的减小。

（3）考虑到多机竞速场景中有着对于高级博弈行为刻画和实时计算的需求，
提出了一种基于人机信任的多机竞速强化学习策略，将人机信任作为强化学习

过程中的一部分奖励，利用 LSTM网络和注意力机制设计对手轨迹预测网络，提
升了竞速效果以及机器对于博弈的理解。

6.2 未来研究展望

综上所述，论文对于无人机竞速飞行所遇到的一些问题开展了相关研究，取

得了一些进展和成效。但是，论文的研究仍有一些不足，主要包括以下几个方面：

（1）考虑到现有信任模型可解释性差，以及没有刻画无人机竞速飞行中的高
动态特点，论文提出了一种机器性能驱动的人机信任模型，该模型能够促进人对

于机器的信任水平和机器性能之间的匹配。但是这种作用是被动的、有限的。因

此，可以考虑设计人机信任偏差识别机制，当发现人类对于机器的信任和机器能

力不匹配的时候，在交互界面上予以提示，实现实时的信任校准。

（2）针对单机竞速场景中存在的不确定性因素导致无人机竞速效果不佳的问
题，论文提出了基于人机信任的单机竞速共享控制策略。但是该方法利用的是简

化的无人机运动学模型，和真实的无人机系统模型仍有差距。因此可以考虑在满

足计算资源前提下，增加更为复杂和精准的无人机动力学模型，以此增强无人机

竞速效果。

（3）考虑到多机竞速场景中有着对于高级博弈行为刻画和实时计算的需求，
论文提出了一种基于人机信任的多机竞速强化学习策略。该方法需要人类对于

机器竞速表现给出一个具体的信任分数，对于人类而言工作量偏大，而且误差较

大。因此，可以考虑采用偏好强化学习技术来简化人类操作，让人们不再需要给

出具体信任分数，仅需表明对机器两种竞速表现中更倾向于信任哪一种，从而达

到进一步减轻人类任务负荷的目的。
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